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Resumen
La fabricación o manufactura aditiva (AM), también conocida como impresión 3D, es un proceso de producción en el que se construyen objetos capa por capa a partir de sus modelos digitales tridimensionales. En esta industria, los tiempos de impresión suelen ser muy elevados, razón por la cual, las decisiones para programar de la producción son de vital importancia. En esta investigación se utilizó un algoritmo de búsqueda tabú (TS) para resolver el problema de programación de pedidos en un ambiente de múltiples máquinas AM diferentes, el cual es de tipo NP-hard. Por tanto, las técnicas metaheurísticas son apropiadas para su solución. La función objetivo fue la minimización del makespan. El algoritmo TS fue probado con instancias de la literatura. En las instancias de menor tamaño mostró ser una buena opción para la resolución de este problema. Al ser comparado con el método exacto, logró una disminución del tiempo de cómputo promedio de 1020,69 a 0,48 segundos, mientras que los resultados del makespan distaron en promedio un 2,45% de los obtenidos mediante CPLEX. Además, al compararlo con otras metaheurísticas como Búsqueda Local Iterada de Aprendizaje por Refuerzo (ILS+Q-Learning) y un algoritmo evolutivo (EA) de la literatura, la diferencia relativa promedio fue de 0,70% y 0,75% en favor del TS, respectivamente. En instancias de mayor tamaño el algoritmo TS mostró un menor rendimiento en comparación con la ILS+Q-Learning y el EA, ya que estas diferencias fueron de 3,02% y 3,01%, respectivamente a favor de estos últimos.
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Abstract
Additive manufacturing (AM), also known as 3D printing, is a production process in which objects are built layer by layer from their three-dimensional digital models. In this industry, printing times are usually very high, which means decisions to schedule production are of vital importance. In this research, a tabu search (TS) algorithm was used to solve the scheduling problem in an environment of multiple different AM machines, which is NP-hard. Therefore, metaheuristic techniques are appropriate for its solution. The objective function was the minimization of the makespan. The TS algorithm was tested with instances from the literature. In smaller instances, it proved to be a good option for solving this problem. When compared with the exact method, it achieved a decrease in average computation time from 1020.69 to 0.48 seconds, while the makespan results were on average 2.45% different from those obtained using CPLEX. Furthermore, when compared with other metaheuristics such as Reinforcement Learning Iterated Local Search (ILS+Q-Learning) and an Evolutionary Algorithm (EA) from literature, the average relative difference was 0.70% and 0.75% in favor of the TS, respectively. In larger instances, the TS algorithm showed lower performance compared to ILS+Q-Learning and EA, since these differences were 3.02% and 3.01%, respectively, in favor of the latter.

Keywords: Additive manufacturing, scheduling, tabu search, makespan.

1. Introducción
La manufactura aditiva (AM) ha ganado progresivamente importancia no solo en diversos campos de los negocios, sino también en la vida diaria de los consumidores. La tecnología es capaz de unir varios materiales y crear objetos a partir de datos 3D, generalmente capa sobre capa, en contraste con los métodos tradicionales de fabricación sustractiva [1]. Se ha pronosticado que, en 2030, la cuota de mercado de los artículos producidos mediante AM (productos, componentes) frente a los artículos producidos de forma convencional será significativa (> 10%) en todas las industrias [1]. 
Con esta tecnología, los propios consumidores puedan diseñar sus productos, y el aumento de la impresión bajo demanda impulsada digitalmente, combinado con la flexibilidad de los pedidos online, ha aumentado en gran medida el número de pedidos que un proveedor de servicios de impresión debe producir, generando complicaciones al momento de determinar cómo organizar la producción.
Usualmente, la programación se hace por lotes, los cuales pueden contener piezas iguales o diferentes. Generalmente se le denomina job (o build) a este conjunto de piezas, las cuales se procesan simultáneamente en una máquina AM. El tiempo de procesamiento de un job puede verse como la composición de dos secciones: el tiempo dedicado a la preparación del job y la recolección de piezas, que es relativamente fijo, y el tiempo dedicado a la impresión de las piezas asignadas al job, que es una función de los atributos de las piezas (como su volumen y dimensiones), así como de las especificaciones de la máquina [2]. La diferencia del costo de producción por volumen de material puede ser superior al 40% dependiendo del job al que se asigne la pieza [3].
A estos problemas en los que se busca organizar de la mejor manera la producción, es decir, los jobs se les denomina problemas de programación en AM (Additive Manufacturing Scheduling Problems, AMSP). Este problema es de tipo NP-hard [4]. Por tanto, dada la dificultad del problema, las técnicas metaheurísticas son apropiadas para su solución.
Este problema fue abordado por primera vez con el objetivo de minimizar el costo de producción promedio por volumen de material [3]. En otro estudio, un enfoque dinámico para sistemas de fusión de lecho de polvo (Powder Bed Fusion, PBF) fue llevado a cabo con el objetivo de maximizar la ganancia promedio por unidad de tiempo durante todo el makespan, desarrollando dos procedimientos heurísticos [2]. En [5] se construyó un modelo MILP cuya función objetivo fue minimizar el costo total de electricidad para la fabricación de piezas utilizando máquinas idénticas.
También se han abordado enfoques multi-objetivo. En [6] se desarrolló un Algoritmo Genético Modificado para la optimización de la anticipación/tardanza y los costos de producción de una sola máquina AM. Con estos mismos objetivos, fue propuesto un Algoritmo Ajustado Iterado Codicioso (Adjusted Iterated Greedy, AIG) [7]. En [8] se planteó un algoritmo de búsqueda tabú modificado para una sola máquina con un modelo bi-objetivo para minimizar el tiempo de finalización y el costo total de los pedidos. En [9] se diseñó un modelo de tres objetivos (ganancias, la utilización de energía de las máquinas y las pérdidas de goodwill) y se aplicaron tres algoritmos: método robusto mejorado de restricción ɛ, algoritmo genético de clasificación no dominado (NSGA-II) y optimizador de lobo gris multiobjetivo (MOGWO) para el problema de anidamiento y programación de la producción. En [10] se construyó un modelo bi-objetivo, considerando el makespan y la penalización por tardanza total y desarrollando un algoritmo metaheurístico híbrido mediante la combinación del NSGA-II con una nueva búsqueda local basada en aprendizaje apoyada en el algoritmo de agrupamiento k-means y una red neuronal de regresión. Adicionalmente, en [11] se consideraron tiempos de alistamiento dependientes de la secuencia y piezas de múltiples materiales, y desarrollaron un modelo matemático MILP para una sola máquina AM para minimizar directamente el makespan e indirectamente minimizar los cambios de material.
En cuanto a los trabajos que se han hecho específicamente con el objetivo de minimizar el makespan, se han formulado modelos MILP para los casos de una sola impresora e impresoras en paralelo iguales y diferentes [4]. También se ha propuesto una metaheurística de Búsqueda Local Iterada de Aprendizaje por Refuerzo, basada en la implementación de una Búsqueda de Vecindario Variable de Q-Learning para múltiples máquinas de AM [12]. En [13] se presentó un modelo MILP y un algoritmo de recocido simulado (Simulated annealing, SA), también incluyendo el problema de anidamiento. En [14] se incluyeron tiempos de alistamiento dependientes de la secuencia comparando el rendimiento de tres metaheurísticas: optimización de enjambre de partículas (PSO), algoritmo competitivo imperialista (ICA) y algoritmo genético (GA).
Los algoritmos de búsqueda tabú (TS) han sido poco explorados para dar solución a este problema. Una característica distintiva de este procedimiento metaheurístico es el uso de memoria adaptativa y de estrategias especiales de resolución de problemas. Además, el destacable éxito de la búsqueda tabú para resolver problemas de optimización duros (especialmente aquellos que surgen en aplicaciones del mundo real) ha causado una explosión de nuevas aplicaciones TS [15]. En consecuencia, esta investigación permite observar y comparar el desempeño del algoritmo TS para resolver el problema de programación de pedidos para un entorno de múltiples maquinas AM diferentes.
2. Metodología 
2.1. Modelo matemático
El modelo matemático base establecido para la presente investigación es el presentado por [4] para un entorno de varias máquinas diferentes. Consiste en la programación de operaciones a realizar por un conjunto de máquinas AM (m ∈ M = {1, …, mn}). La máquina AM se caracteriza por un conjunto de especificaciones, las cuales son: el tiempo de impresión por unidad de volumen de material (VTm), el tiempo para la aplicación de capas de polvo (HTm), y el tiempo de alistamiento (SETm). Además, se conocen las características físicas de cada máquina AM, es decir, el área de producción de la bandeja de la máquina (MAm), y la altura máxima que soporta la máquina (MHm). El objetivo del problema de programación de máquinas AM es procesar por lotes una colección de piezas (i ∈ I = {1, …, in}) en jobs (lotes) (j ∈ J = {1, …, jn}) para programar en máquinas AM. En cuanto a las dimensiones de las piezas, como se hace en [4], no se tiene en cuenta su forma real, y siempre se hace referencia al cuadro delimitador de la pieza. Cada pieza i solo se caracteriza por la altura (hi), el área (ai) y el volumen (vi). Aunque el volumen sí representa el real de la pieza. Puede suceder que algunas piezas sean incompatibles con algunas máquinas. Una pieza con una altura superior a la altura máxima soportada por una determinada máquina no se puede asignar en ningún job de esa máquina. De manera similar, una pieza con un área mayor que el área máxima admitida por una máquina no se puede asignar en ningún job en esa máquina [12].
Índices:
	
	Índice utilizado para las órdenes o pedidos de las piezas ()

	
	Índice utilizado para las máquinas AM ()

	
	Índice utilizado para los jobs de cada máquina  ()


Parámetros:
	
	Altura de la pieza de la orden 

	
	Área de la pieza de la orden 

	
	Volumen de material de la pieza de la orden 

	
	Tiempo de impresión por unidad de volumen de material de la máquina 

	
	Tiempo para la aplicación de capas de polvo de la máquina 

	
	Tiempo de alistamiento de la máquina 

	
	Área de impresión de la máquina 

	
	Altura de impresión de la máquina 


Variables de decisión:
	
	1, si la pieza  es asignada al job  de la máquina ; 0, si no.

	
	1, si el job  de la máquina  tiene alguna pieza asignada; 0, si no.


Variables auxiliares:
	
	Tiempo de finalización del job  de la máquina 

	
	Tiempo de procesamiento o impresión del job  de la máquina 


Función objetivo:
	
	
	(1)


Restricciones:
	
	
	(2)

	
	
	(3)

	
	
	(4)

	
	
	(5)

	
	
	(6)

	
	
	(7)

	
	
	[bookmark: _Ref123830813][bookmark: _Ref123830839](8)

	
	
	(9)


El objetivo es la minimización del tiempo máximo de finalización, es decir, del makespan. El modelo está compuesto por: restricciones de ocurrencia de partes (2) que restringen que todas las partes sean procesadas exactamente una vez; restricciones de capacidad de área (3) y altura (4), para garantizar que las piezas sean compatibles con la máquina asignada; restricciones en la utilización del job (5) para forzar la asignación de jobs con una estrategia incremental, lo que significa que si el job j de la máquina m está vacío, entonces las piezas no pueden asignarse al job j+1; restricciones de tiempo de finalización (6) y (7) y restricciones de tiempo de procesamiento (8) que especifican cómo calcular los tiempos de finalización y procesamiento de los jobs. Finalmente, hay restricciones de signo (9).
2.2. Algoritmo de búsqueda tabú
El algoritmo realiza, en primera instancia, la lectura de los datos de las piezas y máquinas del problema y genera aleatoriamente un vector solución inicial evaluando el makespan. Posteriormente genera en cada iteración un vecindario y calcula para cada vecino el makespan. Si alguno de los vecinos generados está en la lista tabú, lo penaliza dando un valor muy grande a su respectivo makespan. Finalmente, escoge como mejor vecino al que posea menor makespan y continua con la siguiente iteración. El criterio de parada usado fue el número de iteraciones. 
El código del algoritmo TS fue hecho en Matlab R2022b, y se ejecutó en un computador con procesador Intel® Core™ i7-6500U CPU @ 2.50GHz 2.60 GHz y con 16 GB de RAM. Adicionalmente, se impuso una restricción de tiempo de ejecución del algoritmo de 60 segundos.
2.2.1. Codificación
La solución fue codificada en forma de un vector con números enteros del 1 a la cantidad de piezas ,in, de la instancia. Para una completa representación de la solución, se añadió, al vector de piezas, un vector de máquinas y uno de jobs. Cada uno también con una longitud igual a la cantidad de piezas. En la Figura 1a se muestran los 3 vectores para un ejemplo de 10 piezas y 2 máquinas, mientras que en la Figura 1b se ilustra gráficamente la solución.
[bookmark: _Ref123658074][bookmark: _Toc124420539]Figura 1. Ejemplo de la representación de la solución.
	sol:
	1
	5
	3
	4
	7
	2
	10
	8
	6
	9

	maq:
	2
	2
	1
	1
	2
	1
	1
	2
	2
	1

	job:
	1
	2
	1
	1
	1
	1
	1
	1
	3
	2


(a)
[image: Imagen de la pantalla de un celular con letras

Descripción generada automáticamente con confianza baja]
(b)
2.2.2. Decodificación
El proceso de decodificación fue el mismo utilizado por [16] en su algoritmo genético. En este proceso las piezas se van asignando en el orden que están en el vector solución a las máquinas. Se inicia con el primer job de la primera máquina y se van asignando las piezas que cumplan con la restricción de capacidad de la máquina en cuanto a área y altura (se asignan tantas piezas como sea posible). Se continua con el primer job de la segunda maquina y cuando todas las maquinas tengan su primer job completo, se pasa a los segundos jobs. Si alguna pieza no se puede asignar a un job de cierta máquina, se omite y se considera para el próximo job de la siguiente máquina. Este procedimiento continúa hasta que todas las piezas hayan sido asignadas a un job de alguna máquina.
2.2.3. Generación del vecindario
Una vez que se tiene la solución inicial el algoritmo genera, a partir de esta solución, un vecindario de in-1 vecinos. Para esto se selecciona aleatoriamente una posición del vector y se intercambia con todas las demás posiciones como se ilustra en la Figura 2. Después de la primera iteración, el algoritmo utiliza como partida para generar los vecinos a la mejor solución no tabú de la iteración anterior.
[bookmark: _Ref124331808][bookmark: _Toc124420541]Figura 2. Procedimiento para la generación del vecindario.
	Solución inicial:
	1
	10
	3
	4
	7
	9
	5
	8
	6
	2

	
	
	
	
	
	
	
	
	
	
	

	Vecino 1:
	8
	10
	3
	4
	7
	9
	5
	1
	6
	2

	Vecino 2:
	1
	8
	3
	4
	7
	9
	5
	10
	6
	2

	Vecino 3:
	1
	10
	8
	4
	7
	9
	5
	3
	6
	2

	Vecino 4:
	1
	10
	3
	8
	7
	9
	5
	4
	6
	2

	Vecino 5:
	1
	10
	3
	4
	8
	9
	5
	7
	6
	2

	Vecino 6:
	1
	10
	3
	4
	7
	8
	5
	9
	6
	2

	Vecino 7:
	1
	10
	3
	4
	7
	9
	8
	5
	6
	2

	
	0
	0
	0
	0
	0
	0
	0
	0
	0
	0

	Vecino 8:
	1
	10
	3
	4
	7
	9
	5
	6
	8
	2

	Vecino 9:
	1
	10
	3
	4
	7
	9
	5
	2
	6
	8



Finalmente, una vez generado el vecindario, se evalúa el makespan de cada vecino y se selecciona el de menor makespan que no se encuentre en la lista tabú. Y si es mejor que la mejor solución guardada hasta el momento, esta se actualiza.
2.3. Validación del algoritmo
[bookmark: _Hlk124336789]Para validar el algoritmo se utilizaron dos paquetes de instancias de la literatura las cuales son de diferentes tamaños, donde se varía el número de piezas y de máquinas. El primero proveniente de [4] del cual se seleccionaron las instancias P39 al P62, que corresponden al problema con varias máquinas AM diferentes. Este paquete posee instancias que van desde 15 piezas con 2 máquinas hasta 46 piezas con 3 máquinas. El segundo paquete, de [3], consta de 42 problemas que van desde 10 piezas con 2 máquinas hasta 660 piezas con 6 máquinas.
Para calibrar la cantidad de iteraciones y la longitud de la lista tabú del algoritmo, se llevó a cabo un diseño factorial 22 con 10 réplicas. Posteriormente, se escogió la combinación que dio mejores resultados de la función objetivo.
Los resultados del algoritmo TS hecho fueron comparados con los de [4], quien trabajó CPLEX y también se compararon con los obtenidos por la metaheurística de Búsqueda Local Iterada de Aprendizaje por Refuerzo (ILS+Q-Learning) de [12] y con un algoritmo evolutivo (EA) que este autor adaptó de la literatura. Las comparaciones fueron hechas en términos de GAP y DEV. Donde GAP es la diferencia relativa entre un valor de función objetivo (OFV) y el logrado por CPLEX (CPLEX OFV), mientras que DEV es la diferencia relativa entre el valor de una función objetivo y el mejor valor encontrado por uno de los algoritmos.
	
	
	(10)

	
	
	(11)


3. Resultados
En esta sección se presentan los resultados finales obtenidos por el algoritmo TS. Para el primer paquete de instancias, primero se compararon los valores del makespan y tiempo de cómputo contra las soluciones de [4] obtenidas mediante CPLEX (Tabla 1). Se obtuvo un GAP promedio de 2,45%. Los tiempos de cómputo promedio fueron de 0,48 segundos para el algoritmo TS, y de 1020,69 para el CPLEX. Este primer paquete también se comparó con los resultados de las metaheurísticas ILS+Q-Learning y EA provenientes de [12] como se muestra en la Tabla 2. Se obtuvo un DEV promedio de -0,70% y -0,75%, respectivamente para cada algoritmo comparado.
En segundo paquete de instancias se comparó únicamente con los resultados de [12] como se muestra en la Tabla 3. Se logró un DEV promedio de 3,02% contra el ILS+Q-Learning y de 3,01% contra el EA. El tiempo promedio de cómputo del algoritmo TS fue de 10,45 segundos. En estos problemas que son de mayor tamaño (principalmente en cuanto al número de piezas) se puede observar un decrecimiento del rendimiento del algoritmo TS en comparación con la ILS+Q-Learning y el EA.
[bookmark: _Ref124353514][bookmark: _Toc124420453]Tabla 1. Resultados del algoritmo en las instancias de [4] y comparación con CPLEX.
	Instancia
	Número de piezas
	Número de máquinas
	TS
	CPLEX
	TS/CPLEX

	
	
	
	Makespan [h]
	Tiempo [s]
	Makespan [h]
	Tiempo [s]
	GAP [%]

	P39
	15
	2
	196,60
	0,48
	195,44
	5,8
	0,60

	P40
	15
	2
	199,52
	0,18
	199,45
	5,8
	0,04

	P41
	17
	2
	388,51
	0,59
	385,59
	8,4
	0,76

	P42
	17
	2
	399,50
	0,48
	396,93
	5,8
	0,65

	P43
	18
	2
	376,05
	0,60
	372,58
	7,4
	0,93

	P44
	18
	2
	381,17
	0,36
	380,22
	7,6
	0,25

	P45
	21
	2
	287,95
	0,23
	286,53
	21,4
	0,50

	P46
	21
	2
	296,05
	0,35
	293,09
	28,2
	1,01

	P47
	22
	2
	426,01
	0,38
	425,93
	26,2
	0,02

	P48
	22
	2
	437,18
	0,62
	435,51
	38,9
	0,38

	P49
	23
	2
	447,97
	0,70
	447,48
	67
	0,11

	P50
	23
	2
	456,31
	0,26
	456,31
	84
	0,00

	P51
	25
	3
	329,32
	0,47
	296,05
	48,9
	11,24

	P52
	25
	3
	334,83
	0,32
	299,71
	141,1
	11,72

	P53
	28
	3
	360,36
	0,48
	351,67
	2400
	2,47

	P54
	28
	3
	371,62
	0,53
	357,76
	2400
	3,87

	P55
	30
	3
	355,93
	0,47
	342,3
	2400
	3,98

	P56
	30
	3
	359,81
	0,48
	345,04
	2400
	4,28

	P57
	36
	3
	382,83
	0,59
	374,05
	2400
	2,35

	P58
	36
	3
	392,08
	0,45
	377,12
	2400
	3,97

	P59
	38
	3
	373,26
	0,84
	364,62
	2400
	2,37

	P60
	38
	3
	382,94
	0,32
	368,94
	2400
	3,79

	P61
	46
	3
	450,12
	0,72
	443,71
	2400
	1,45

	P62
	46
	3
	454,81
	0,68
	445,38
	2400
	2,12


Nota: en las instancias en las que el CPLEX tuvo un tiempo de 2400, no son soluciones optimas (se cumplió el tiempo límite).


[bookmark: _Ref124353522][bookmark: _Toc124420454]Tabla 2. Resultados del algoritmo en las instancias de [4] y comparación con metaheurísticas.
	Instancia
	Número de piezas
	Número de máquinas
	TS
	ILS+Q-Learning
	EA
	TS/ILS+Q-Learning
	TS/EA

	
	
	
	Makespan [h]
	Makespan [h]
	Makespan [h]
	DEV [%]
	DEV [%]

	P39
	15
	2
	196,60
	197,51
	197,51
	-0,46
	-0,46

	P40
	15
	2
	199,52
	203,89
	204,49
	-2,14
	-2,43

	P41
	17
	2
	388,51
	389,97
	389,97
	-0,37
	-0,37

	P42
	17
	2
	399,50
	397,78
	397,78
	0,43
	0,43

	P43
	18
	2
	376,05
	378,76
	378,76
	-0,72
	-0,72

	P44
	18
	2
	381,17
	385,09
	385,68
	-1,02
	-1,17

	P45
	21
	2
	287,95
	280,61
	281,2
	2,62
	2,40

	P46
	21
	2
	296,05
	294,95
	294,95
	0,37
	0,37

	P47
	22
	2
	426,01
	414,25
	414,25
	2,84
	2,84

	P48
	22
	2
	437,18
	433,1
	433,1
	0,94
	0,94

	P49
	23
	2
	447,97
	434,74
	435,83
	3,04
	2,79

	P50
	23
	2
	456,31
	454,85
	454,85
	0,32
	0,32

	P51
	25
	3
	329,32
	436,52
	436,52
	-24,56
	-24,56

	P52
	25
	3
	334,83
	456,55
	456,55
	-26,66
	-26,66

	P53
	28
	3
	360,36
	348,83
	349,16
	3,31
	3,21

	P54
	28
	3
	371,62
	359,01
	359,66
	3,51
	3,33

	P55
	30
	3
	355,93
	340,68
	340,74
	4,48
	4,46

	P56
	30
	3
	359,81
	350,61
	350,34
	2,62
	2,70

	P57
	36
	3
	382,83
	370,81
	370,55
	3,24
	3,31

	P58
	36
	3
	392,08
	381,19
	381,67
	2,86
	2,73

	P59
	38
	3
	373,26
	363,18
	362,8
	2,78
	2,88

	P60
	38
	3
	382,94
	374,07
	374
	2,37
	2,39

	P61
	46
	3
	450,12
	438,58
	438,7
	2,63
	2,60

	P62
	46
	3
	454,81
	451,82
	451,85
	0,66
	0,66



[bookmark: _Ref124353524][bookmark: _Toc124420455]Tabla 3. Resultados del algoritmo en las instancias de [3] y comparación con metaheurísticas.
	Instancia
	Número de piezas
	Número de máquinas
	TS
	ILS+Q-Learning
	EA
	TS/ILS+Q-Learning
	TS/EA

	
	
	
	Makespan [h]
	Tiempo [s]
	Makespan [h]
	Makespan [h]
	DEV [%]
	DEV [%]

	P1
	10
	2
	910,50
	0,02
	910,5
	910,5
	0,00
	0,00

	P2
	10
	2
	1189,59
	0,03
	1168,22
	1168,22
	1,83
	1,83

	P3
	14
	2
	1520,24
	0,12
	1516,24
	1517,05
	0,26
	0,21

	P4
	16
	2
	3323,26
	0,10
	3282,19
	3282,19
	1,25
	1,25

	P5
	18
	2
	2356,87
	0,11
	2043,57
	2043,57
	15,33
	15,33

	P6
	20
	2
	6920,72
	0,12
	6918,48
	6918,48
	0,03
	0,03

	P7
	15
	3
	1455,80
	0,03
	1457,57
	1457,57
	-0,12
	-0,12

	P8
	18
	3
	1456,08
	0,14
	1417,39
	1417,39
	2,73
	2,73

	P9
	21
	3
	3772,90
	0,19
	3777,21
	3777,21
	-0,11
	-0,11

	P10
	24
	3
	5225,98
	0,15
	5225,98
	5225,98
	0,00
	0,00

	P11
	27
	3
	5993,22
	0,30
	5993,22
	5993,22
	0,00
	0,00

	P12
	30
	3
	6871,87
	0,47
	6871,53
	6871,53
	0,00
	0,00

	P13
	20
	4
	1903,79
	0,25
	1912,28
	1912,28
	-0,44
	-0,44

	P14
	24
	4
	1769,20
	0,27
	1729,32
	1729,39
	2,31
	2,30

	P15
	28
	4
	5120,85
	0,55
	5120,85
	5120,85
	0,00
	0,00

	P16
	32
	4
	6473,88
	0,64
	6473,88
	6473,88
	0,00
	0,00

	P17
	36
	4
	3997,08
	1,22
	3970,98
	3977,3
	0,66
	0,50

	P18
	40
	4
	8155,85
	0,32
	8198,11
	8198,11
	-0,52
	-0,52

	P19
	25
	5
	5367,25
	0,48
	5358,14
	5360,32
	0,17
	0,13

	P20
	30
	5
	1500,06
	0,53
	1487,82
	1488,23
	0,82
	0,79

	P21
	35
	5
	4179,74
	0,55
	4179,74
	4179,74
	0,00
	0,00

	P22
	40
	5
	3010,63
	0,65
	-
	-
	-
	-

	P23
	60
	5
	4543,22
	1,26
	-
	-
	-
	-

	P24
	80
	5
	3470,38
	2,32
	3267,4
	3266,95
	6,21
	6,23

	P25
	100
	5
	6370,53
	4,30
	5660,99
	5654,69
	12,53
	12,66

	P26
	120
	5
	4584,78
	4,87
	4489,16
	4490,58
	2,13
	2,10

	P27
	140
	5
	6738,18
	8,82
	6236,83
	6223,87
	8,04
	8,26

	P28
	160
	5
	7571,79
	11,12
	7166,71
	7149,92
	5,65
	5,90

	P29
	180
	5
	10259,36
	13,73
	9597,28
	9583,41
	6,90
	7,05

	P30
	200
	5
	13816,04
	22,62
	13739,83
	13731,18
	0,55
	0,62

	P31
	30
	6
	1464,58
	0,62
	1351,09
	1378
	8,40
	6,28

	P32
	60
	6
	1874,41
	2,22
	1739,14
	1736,73
	7,78
	7,93

	P33
	90
	6
	3212,76
	2,77
	2976,48
	2973,83
	7,94
	8,03

	P34
	120
	6
	4900,24
	6,34
	4491,54
	4476
	9,10
	9,48

	P35
	160
	6
	5201,95
	11,91
	5054,1
	5050,85
	2,93
	2,99

	P36
	200
	6
	6661,95
	23,25
	6596,19
	6599,1
	1,00
	0,95

	P37
	250
	6
	9599,05
	33,43
	9243,98
	9241,21
	3,84
	3,87

	P38
	300
	6
	11194,30
	46,94
	-
	-
	-
	-

	P39
	360
	6
	17598,89
	59,24
	16995,16
	16933,64
	3,55
	3,93

	P40
	420
	6
	27955,89
	58,32
	27718,1
	27647,83
	0,86
	1,11

	P41
	590
	6
	41179,12
	58,40
	-
	-
	-
	-

	P42
	660
	6
	61886,93
	59,31
	-
	-
	-
	-


Nota: en los espacios donde hay guiones (-) no se reportaron resultados por parte de [12].
4. Conclusiones
[bookmark: _Hlk124420393]En esta investigación se utilizó un algoritmo de búsqueda tabú (TS) para resolver el problema de programación de pedidos en un ambiente de múltiples máquinas de manufactura aditiva (AM) diferentes, el cual es de tipo NP-hard. El algoritmo fue probado con instancias de la literatura.
En las instancias de menor tamaño (desde 15 piezas con 2 máquinas hasta 46 piezas con 3 máquinas) el algoritmo TS mostró ser una buena opción para la resolución de este problema. Al ser comparado con el método exacto, logró una disminución del tiempo de cómputo promedio que pasó de 1020,69 a 0,48 segundos, mientras que los resultados de la función objetivo, el makespan, distaron en promedio un 2,45% de los obtenidos mediante CPLEX. Es decir, con el algoritmo TS el valor promedio del makespan obtenido fue de 368,36 h, mientras que el de CPLEX fue 360,06. Además, al compararlo con otras metaheurísticas como Búsqueda Local Iterada de Aprendizaje por Refuerzo (ILS+Q-Learning) y un algoritmo evolutivo (EA), la DEV promedio fue de -0,70% y -0,75%, respectivamente.
Por otra parte, en instancias de mayor tamaño (desde 10 piezas con 2 máquinas hasta 660 piezas con 6 máquinas) el algoritmo TS mostró un menor rendimiento en comparación con la ILS+Q-Learning y el EA, ya que la DEV promedio fue de 3,02% y 3,01%, respectivamente. Adicionalmente, el tiempo promedio de cómputo del algoritmo TS fue de 10,45 segundos.
Este trabajo contribuye a mejorar la resolución de un problema relativamente nuevo, en el que no se han explorado tantas heurísticas y metaheurísticas diferentes, siendo que la industria AM tiene un gran potencial de crecimiento, pero suele tener tiempos de producción elevados.
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