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RESUMEN

TiTULO: MODELIZACION DEL COVID-19 EN SANTANDER MEDIANTE SERIES TEMPORALES *
AUTOR: CRISTIAN JULIAN DIAZ GARCES

PALABRAS CLAVE: SERIES DE TIEMPO, MODELIZACION, COVID-19, PREDICCION, ARIMA
MULTIPLICATIVO, GARCH, TEORIA DE PROBABILIDAD, ESTADISTICA.

DESCRIPCION:

En los ultimos afos la pandemia del COVID-19 cambio mucho la vida como la conociamos, conocer como
esta pandemia se propagaba y lograr conocer los posibles contagiados es muy importante para tomar
decisiones de salud publica para evitar el colapso del sistema de salud. Este trabajo consiste en presentar
un modelo ARIMA para la prediccion del nimero de casos y de ser necesario un modelo GARCH si los

errores del modelo ARIMA no se comportan de buena manera (Homocedasticidad).

En el primer capitulo, recordaremos algunos conceptos importantes de teoria de series de tiempo
ARIMA, y todo lo relacionado a su modelizacién. En el capitulo siguiente presentaremos algunas
definiciones de los modelos GARCH, como se realiza su estimacién. En el ultimo capitulo veremos una

simulacién para confirmar nuestra metodologia planteada y el analisis de los datos de COVID-19.

Trabajo de grado

Facultad de Ciencias. Escuela de Matematicas. Director:Andrés Sebastian Rios Gutiérrez, Candidato a
doctor.



ABSTRACT

TITLE:MODELING OF COVID-19 IN SANTANDER THROUGH TIME SERIES °
AUTHOR: CRISTIAN JULIAN DiAZ GARCES ™

KEYWORDS: TIME SERIES, MODELING, COVID-19, PREDICTION, MULTIPLICATIVE ARIMA, GARCH,
PROBABILITY THEORY, STATISTICS.

DESCRIPTION:In recent years, the COVID-19 pandemic has changed life as we knew it a lot. Knowing

how this pandemic spread and getting to know the possible infected people is very important to make public
health decisions to avoid the collapse of the health system. This work consists of presenting an ARIMA
model for the prediction of the number of cases and, if necessary, a GARCH model if the errors of the
ARIMA model do not behave well (Homoscedasticity).

In the first chapter, we will recall some important concepts of ARIMA time series theory, and everything
related to its modeling. In the next chapter we will present some definitions of the GARCH models, how their
estimation is carried out. In the last chapter we will see a simulation to confirm our proposed methodology
and the analysis of the COVID-19 data.

Bachelor Thesis

Facultad de Ciencias. Escuela de Matematicas. Director: Andrés Sebastian Rios Gutiérrez, Candidato
a doctor.
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Introduccion

La prediccién de comportamientos, ya sea el precio de las acciones de una empresa, el
precio del metro cuadrado de una vivienda en una region, el precio del oro o la plata,
o la cantidad de personas que podrian contagiarse de una enfermedad, ha sido de
gran importancia para la humanidad. Nos permite estar mejor preparados ante posibles
crisis financieras o de salud publica. En este caso, nos enfocaremos en la prediccidon
del numero de contagios de COVID-19. Existen diversos métodos para realizar estas
predicciones. Algunos de ellos son los modelos SIR (Susceptible-Infectado-Recuperado)
y sus variantes, como el modelo SEIR (Susceptible-Expuesto-Infectado-Recuperado).
También se utilizan las redes neuronales recurrentes (RNN) y las redes neuronales
convolucionales (CNN). En nuestro caso, emplearemos modelos basados en series de
tiempo, debido a que la inicidencia del virus al igual que en otras pandemias no es
constante a lo largo del tiempo. Pueden existir aumentos o disminuciones espontaneas,
ademas de momentos donde la incidencia sea estacionaria. Mediante las series de
tiempo es posible identificar tendencias a largo plazo ddndonos una aproximacion sobre
el posible niumero de contagiados en los meses o incluso anos futuros . Es importante
destacar que ninguna prediccion es infalible y esta sujeta a diversas variables y factores.

Para llevar a cabo este proyecto se utilizan datos recolectados por el Instituto Nacional de
Salud, disponibles para el publico en la pagina de esta entidad (INS). Con estos datos se
establecera un modelo ARIMA y un modelo GARCH que mejor se ajuste a los mismos,
con el fin de describir el comportamiento de la dinamica de infectados por COVID-19 en
Santander.

Se espera con este trabajo dar una aproximacion del nimero de casos de contagios de

COVID-19 en la regién de Santander usando series de tiempo en particular los modelos
ARIMA y GARCH.
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https://www.ins.gov.co/Noticias/paginas/coronavirus.aspx

Planteamiento

Descripcion del problema

En el ano 2020, la pandemia de COVID-19 fue declarada a nivel mundial, comenzando
en China y llegando oficialmente a Colombia el 31 de marzo de 2020 '. Siendo un
virus desconocido, las autoridades sanitarias carecian de suficiente informacion sobre su
comportamiento y, aln mas preocupante, sobre su capacidad de contagio. El COVID-19
no solo ha representado una amenaza directa para la salud de los habitantes, sino que
también ha impactado negativamente en el sistema de salud, la economia, la educacion
y otros sectores vitales.

Justificacion

La incertidumbre acerca de como se propaga el virus en el territorio colombiano genera
panico, especialmente en cuanto a las medidas sanitarias que deben implementarse y
los recursos necesarios para hacer frente a esta nueva pandemia. Por esta razoén, resulta
imprescindible realizar una aproximacion del numero potencial de contagios utilizando la
informacion que se recolecta dia a dia. Se elige implementar un modelo ARIMA, debido
a que el numero de personas infectadas depende de la cantidad de personas infectadas
los dias pasados y esté modelo recoge dicha informacion.

Antecedentes

Un primer trabajo realizado al inicio de la pandemia fue llevado a cabo por (?),
quien propuso un modelo ARIMA utilizando la metodologia de Box-Jenkins. En esta
investigacion, se abordé la teoria de los modelos de series de tiempo durante un periodo
muy temprano de la pandemia, especificamente del 6 de marzo al 28 de octubre de 2020
y del 16 de julio al 28 de octubre del mismo ano.

Instituto Nacional De Salud. Url: https://www. ins.gov.co/Noticias/paginas/coronavirus . aspx.
2020.

2 Ortiz Cardona. “Propuesta de modelo ARIMA para la serie temporal de los casos de Covid-19 en
Colombia aplicando la metodologia Box and Jenkins”. En: (2020).
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Debido a que en ese momento habia disponibles solo un numero limitado de datos, el
autor llegd a la conclusion de que era necesario realizar una aproximacion con un modelo
ARIMA de orden muy elevado para tratar de comprender y predecir el comportamiento
de la pandemia.

Objetivos

Objetivo general Modelar la dinamica poblacional de la poblacién infectada del
COVID-19 en Santander, y su variabilidad, a través de modelos de Series Temporales.
Objetivos especificos

1) Proponer un modelo ARIMA estacional para explicar la dinamica de la poblacion
infectada por COVID-19 en Santander.

I1) Proponer un modelo con heterocedasticidad (GARCH y/o derivados) para explicar
la variabilidad de la dinamica de la poblacion infectada por COVID-19 en Santander.

13



1. Modelizacion con modelos ARIMA

1.1. Procesos estocasticos

Dado que para poder definir que es una serie de tiempo necesitamos primero saber
gue es proceso estocastico se hace necesario definirlo, en los anexos se encuentran
las definicion que amplian la teoria sobre las variables aleatorias, y teoria de probabilidad.

Definicion 1.1.1. 3 Un proceso estocéastico es una familia de variables aleatorias { X, };cr,
definidas sobre el espacio de probabilidad (2, &, P) y con valores en un espacio medible
(S, G). El conjunto T es conocido como el conjunto de indices del proceso y S como el
espacio de estados.

Definicion 1.1.2. 4 Una serie de tiempo es una secuencia ordenada de observaciones
cada una de las cuales esta asociada a un momento del tiempo, por ejemplo, t1, to, ..., t,,.

Definicion 1.1.3. * Una serie de tiempo univariante consiste en un conjunto de
observaciones de una variable Y . Si hay T observaciones, se denota por:

Usualmente ¢ denotara un tiempo. Por ejemplo, considérese X (t) como el casos de
COVID-19 en el tiempo t. El proceso {X;}:>ocr €S €l numero de casos en Santander
durante el tiempo ¢ > 0. Al tomar ¢ fijo y un punto muestral w € €, entonces X;(w) se
puede escribir también como X (¢,w).

Ahora vamos a definir que es la funcién de distribucion de un proceso estocastico y un
proceso estacionario, dado que como veremos la estacionariedad es fundamental para
definir los modelos con series de tiempo.

3 Andrés Sebastian Rios Gutiérrez. “Modelos epidemioldgicos estocasticos y su inferencia: casos SIS y
SEIR”. En: Departamento de Estadistica (2018).

4 Maria Pilar Gonzalez Casimiro. “Andlisis de series temporales: Modelos ARIMA”. En: (2009).
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Definicion 1.1.4. 4 Para conocer la funcion de distribucién de un proceso estocastico es
necesario conocer las funciones de distribucion univariantes de cada una de las variables
aleatorias del proceso, F'[Y;,], Vt;, y las funciones bivariantes correspondientes, a todo par
de variables aleatorias del proceso, I')Y;,,Y; |, V(t;,t;), y todas las funciones trivariantes,...

En resumen, la funcién de distribucion de un proceso estocastico incluye todas las
funciones de distribucion de un proceso estocastico incluye todas las funciones de
distribucion para cualquier subconjunto finito de variables aleatorias del proceso:

FY,,,Y,,....Y, ], V(t1,....tn), siendon finito

Definicion 1.1.5. °Si para t,,t,, ..., t, arbitrarios, tal que t; < ¢, < ... < t,, entonces
la distribucion de las variables aleatorias (X;,, Xy, ..., X:,) ¥ (X¢y, 00 Xipons s X4,,,,,) SON
iguales para todo h > 0, entonces el proceso estocastico {X;;t € T} se dice que es un
proceso estacionario de orden n (0 simplemente un proceso estacionario).

Definicion 1.1.6. # Se define la funcién de media de un proceso {Y;};>, sobre la o-algebra
(R,B(R), P), como
EY,) =pu <oo, t=0,%+1,£2, ..., (1.1)

la funcion de autocovarianzas se define por.
EY)=ElY;,—m)>=0f <oo t=0,+1,42, ..., (1.2)

Cov(Yy,Ys) = E([Y: — ] [Ys — ps]) = Yes VE, 8(t # 5) (1.3)

Si la distribucion del proceso es normal y se conocen sus dos primeros momentos
(medias, varianzas y covarianzas), el proceso esta perfectamente caracterizado y se
conoce su funcion de distribucion.*

Definicion 1.1.7. * Un proceso estocastico Y;, es estacionario en covarianza(o
estacionario en sentido débil) si, y solo si:

5 Liliana Blanco Castafeda, Viswanathan Arunachalam y Selvamuthu Dharmaraja. Introduction to
probability and stochastic processes with applications. John Wiley & Sons, 2012.

15



() Es estacionario en media, es decir, todas las variables aleatorias del proceso tienen la
misma media y es finita:
EY,))=p<oo, Vt>0 (1.4)

(i) Todas las vairables aleatorias tienen la misma varianza y es finita, es decir, la
dispersion en torno a la media constante a lo largo del tiempo es la misma para todas
las variables del proceso

EY;) = E[Y; — p)* = 0% < o0, Vt>0 (1.5)

(iii) Las autocovarianzas so6lo dependen del nimero de periodos de separacion entre las
variables y no del tiempo, es decir, la covarianza lineal entre dos variables aleatorias del
proceso que disten £ periodos de tiempo es la misma que existe entre cualesquiera otras
dos variables que estén separadas también k peridos, independientemente del momento
concreto de tiempo al que estén referidas

Cov(Yy,Ys) = E[Y, = y[Ys —p] =y < o0, Vk €N (1.6)

Ahora vamos a definir la funcion de auto-correlacion y de auto-correlacion parcial, las
cuales modela la dependencia de X, con respecto a X; 1, X; o, ....

Definicion 1.1.8. “El coeficiente de auto-correlacion de orden k de un proceso estocastico
estacionario mide el grado de asociacion lineal existente entre dos variables aleatorias del
proceso separadas k periodos, como sigue:

cov(YyYiyr)
E(Y)E(Yisr)

P =

“La funcion de auto-correlacion(FAC) de un proceso estocastico estacionario es una
funcion de k£ que recoge el conjunto de los coeficientes de auto-correlacion del proceso
y se denota por p,, kK = 0,1,2,...,. La funcién de auto-correlacion se suele representar
graficamente por medio de un grafico de barras denominado correlograma(el eje
horizontal representa los desfases o retrasos en la serie de tiempo, mientras que el
eje vertical muestra los valores de autocorrelacion.). Ademas la funcién cuenta con las
siguientes caracteristicas:

16
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Figura 1.1: Correlograma

= El coeficiente de autocorrelacion de orden 0 es, por definicion, 1. Por eso, a menudo,
no se incluye explicitamente en la funcién de autocorrelacion.

_
Yo

Po =1

» Es una funcién simétrica: p, = T Dk p_x. Por ello, en el correlograma se

0 Yo
representa la funcién de auto-correlacion solamente para los valores positivos del
retardo k.

= La funcion de auto-correlacidon de una proceso estocastico estacionario tiende a
cero rapidamente cuando £ tiende a oo.

La funcion de autocorrelacion va a ser el principal instrumento utilizado para recoger
la estructura dinamica lineal del modelo. Los graficos de la figura (1.1) muestran 4
correlogramas correspondientes a diferentes series temporales. Los correlogramas
a), b) y c) decrecen rapidamente hacia cero conforme aumenta k: exponencialmente
en los casos a) y b) y truncandose en el caso c¢). Son, por lo tanto, correlogramas
correspondientes a series estacionarias. Por el contrario, los coeficientes de
autocorrelacion del correlograma d) decrecen lentamente, de forma lineal, por lo
que no corresponden una serie estacionaria.

17



Definicion 1.1.9. “El coeficiente de auto-correlacion parcial de orden k, denotado por py,
mide el grado de asociacion lineal existente entre las variables Y; e Y;_; una vez ajustado
el efecto lineal de todas las variables intermedias, es decir:

ok = p(Ye, Y k|Yickt1, Yickto, s Y1)

Por lo tanto, el coeficiente de auto-correlacion parcial p, es el coeficiente de la siguiente
regresion lineal:
Vi=a+pYii+pYio+ ...+ pYig +e

k= p(Yi,Yy)

Las propiedades de la funcidén de auto-correlacion parcial (FACP), px, £k = 0,1,2, ..., son
equivalentes a las de la FAC:

"po=1lyp=p
= | os coeficientes p, no dependen de unidades y son menores que la unidad en valor
absoluto.

m La FACP es una funcién simétrica

= La FACP de un proceso estocastico estacionario decrece rapidamente hacia cero
cuando k — oc.

Una forma intuitiva de entender un proceso que es estacionario en covarianza, es pensar
en un proceso que se comporta de manera similar en todos los instantes de tiempo. Por
ejemplo, pensemos en el proceso que representa la cantidad de personas de transitan
por una avenida cada hora, entonces podemos pensar que este proceso es estacionario
en covarianza si la cantidad promedio y la variabilidad de personas que transitan no
cambia sin importar la hora del dia.

Definicion 1.1.10. “El ruido blanco es un proceso estocastico con variables aleatorias de
media cero, varianza constante y covarianzas nulas. Es deceires a;, t =0, +1, +2, ....

E(a;)=0,Vt Vi(a)=0? ¥Vt Cov(aas) =0, Vt+#s

cont=0,1,..

18



Asi, un proceso de ruido blanco, a; ~ RB(0,c?%), es estacionario si la varianza o es finita
con funcion de autocovarianzas (FACV):

"}/k:O'Q,k:O Yy % =0, k>0

y funcion de autocorrelacion (FAC):
Y%=1k=0y v%=0, k>0
Definicion 1.1.11. 4 Sea Y, un proceso estocastico esta definido por
Y,=mY, 14+ mY, 0+ ...+a Vi=1,2,..

Se dice que Y; es invertible si se cumple que
o
Y wl < 0.
=1

1.1.1. El teorema de Wold  El teorema de descomposicién de Wold proporciona una
representacion de medias moviles de un proceso estocastico estacionario. Ademas, este
teorema establece las condiciones necesarias para la definicion del operador de retardo
en la modelizacion de estos procesos.

Teorema 1.1.12. ® Supongamos que {X,} es un proceso estacionario en covarianza con
E(X;) =0 y funcion de covarianza, v(j) = E(X,X;_;). Paratodo j = 1,2, .... Entonces

X = Zdjet—j + 1t (1.7)
§=0
donde,
dy=1, Y d <0, E(g) =07, Eae) =0, t #, (1.8)

J=0

6  Christiano Lawrence. Basic Time Series Analysis. Finance 520-1. General Seminar in Finance. Inf. téc.
Kellogg School of Management, Spring, 2011. (Visitado 2011).
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E(Et) = 07 E(T/t65> =0 Vt7 S, (1 9)

E[nt+‘9’Xt—17Xt—27 ] = Nt+s,S Z 0. (1 10)

Definimos el operador de retardo porque es la notacion bajo la cual se escribe el proceso
ARIMA.

Definicion 1.1.13. 7 El operador de retado L se nota como

LX, =X, 1, X, =X,_4 (d>1) (1.11)

4 Para definir el proceso ARIMA , necesitamos antes mencionar el proceso auto
regresivo , dicho proceso usa los valores del pasado de la serie para predecir los
valores futuros. Ademas debemos mencionar el proceso medias moviles que nos
dara informacién de la auto-correlacidon de la serie, también de ayudarnos a identificar
patrones en la serie y poder identificar parametros para el proceso ARIM A, el proceso
ARMA es la unién de los dos procesos previamente mencionados, asi mismo para el
proceso ARIM A tenemos que considerar la parte integrada, que es usar una técnica de
diferenciacion para lograr una serie estacionaria y dar una mejor prediccion de la misma.

1.2. Modelos auto rregresivos de media moviles (ARMA)

Definicion 1.2.1. 4 El modelo auto regresivo finito de orden p, AR(p) es una aproximacion
natural al modelo lineal general. Se obtiene un modelo finito:

)/t:¢1Y;€—1+¢2}/;—2+“'+¢p}/t—p+at 1= 1727"'
en términos del operador de retardos se obtiene

(1 — oL — ¢2L2 e prLp)Yt =ar — ¢p<L)Yt = a

7 Peter J Brockwell y Richard A Davis. Time series: theory and methods. Springer science & business

media, 2009.
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donde ¢,(L) se define como el polinomio auto regresivo.

Enfoque natural, dado que se esta considerando que el presente Y; depende linealmente
del ayer Y;_,, el antes de ayer Y;_,, ..., p tiempos atras Y;_,,.

Un proceso auto regresivo es estacionario si las raices del polinomio auto regresivo con
el operador de retardos cae por fuera del circulo unitario, es decir, sus raices en modulo
son mayores a 1. Ademas un proceso auto regresivo es invertible si tenemos que

[e.9]
>4 <o
i=1

Definicion 1.2.2. * El modelo de medidas mdviles de orden finito g, MA(q), se define por.
Y, =a; — 0101 — Ooay_o — ... — Oya,_, a; ~ RB(0,0?)
en términos del operador de retardos queda como sigue:
Vi=(1-6,L—0,L*—..-0,l% — Y;=0,(L)a

donde 0,(L) se define como el polinomio de medias moviles.

Un proceso de medias moviles es invertible si las raices de su polinomio de medias
moviles con el operador de retado cae fuera del circulo unitario. El teorema de Wold
garantiza que un proceso estacionario se pueda escribir por medio de medias moviles.

Definicion 1.2.3. # Los procesos auto regresivos de medias méviles determinan Y; se
define por:

Yi=oY; 1+ .+ Y p+ai+0a;q+ ...+ 00, a~ RB(0,0%
Este modelo se puede escribir en términos del operador de retados como sigue:

(1= ¢ L—...— ¢, LP)Y, = (1—60,L — ... — 0,L%)a

21



Teorema 1.2.4. 7 Si Y, un proceso ARMA con polinomios ¢(L) y 6(L) tiene ceros en
comun entonces, hay dos posibilidades:

1.Y, es la unica solucion estacionaria de las ecuaciones ARMA.

2. La ecuacion ARMA puede tener mas de una solucion estacionaria.

1.3. Modelos auto rregresivos de medias moviles integrados (ARIMA)

Supongamos el siguiente modelo ARM A(p, q) :
Q,(L)Y; = 0O,(L)ay (1.12)
donde el polinomio AR se puede factorizar en funcion de sus p raices Ly, ..., L,,
O,(L)=(1—-L7'L)(1 - Ly'L)...(1 — Lp'L)

supongamos que (p — 1) raices son estacionarias (con modulo fuera del circulo unidad)
y una de ellas es unitaria, L; = 1. Entonces, el polinomio AR, se puede reescribir como
sigue:

®,(L)=(1—L{'L)...(1 = L,"L) = ¢,1(L)(1 — (1)7'L) (1.13)
P, (L) = pp-1(L)(1 = L)

donde el polinomio ¢, (L) resultada del producto de los (p — 1) polinomios de orden 1
asociados a las raices L; con médulo fuera del circulo unidad.
Sustituyendo en el modelo ARM A(p, q) (1.12) se tiene que:

0p-1(L)(1 = L)Y, = O,(L)a; — ¢ 1(L)AY; = O4(L)ay (1.14)

donde el polinomio ¢,_;(L) es estacionario porque todas sus raices tienen modulo fuera
del circulo unidad y el polinomio A = (1 — L) es el que recoge la raiz unitaria.

El modelo (1.14) representa el comportamiento de un proceso Y; que no es estacionario

por que tiene una raiz unitaria. A un proceso Y; con estas caracteristicas se le denomina
proceso integrado de orden 1.
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En general, el polinomio AR del modelo (1.12) puede contener mas de una raiz unitaria,
por ejemplo, d, entonces se puede descomponer como:

(L) = ppa(L)(1 — L)
y sustituyendo, de nuevo, en el modelo ARM A(p, q) (1.12), se tiene:
‘Pp*du—’)AdY; = 0,4(L)a

donde el polinomio ¢,_,(L) es estacionario por que sus (p — d) raices tienen modulo
fuera del circulo unidad, y el polinomio A% = (1 — L), de orden d, contiene las d raices
unitarias no estacionarias. A un proceso Y; con estas caracteristicas se le denomina
proceso integrado de orden d y se denota por Y; ~ I(d).

Definicion 1.3.1. * Un proceso Y; es integrado de orden d, Y; ~ I(d), si Y; no es
estacionario, pero su diferencia de orden d, A?Y;, sigue un proceso ARMA(p — d,q)
estacionario e invertible.

El orden de integracion del proceso es el nimero de diferencias que hay que tomar al
proceso para conseguir la estacionariedad en media, o lo que es lo mismo, el numero de
raices unitarias del proceso.

Definicion 1.3.2. 4 Un modelo auto regresivo integrado de medias moviles si Y, es
integrada de orden d, es de la forma

®,(L)AY; =6+ 0,(L)a; a; ~ RB(0,0?) (1.15)

donde el polinomio auto regresivo estacionario ®,(L) y el invertible de medias mdviles
©,(L) no tienen raices comunes, y § es una constante para que su media no sea cero.

Recordemos que gracias al operador de retardos podemos escribir Y; _; = LY, por tanto
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tenemos

Ad*l}/t o Ad*l}/til 1— T, d— 1Y2 ( L)dfll;}/;5

)

— L) (Y - LY))
)
)

(1.16)

Ld 1( )}/;
1 — D)%, = A%Y,.

(
(1
(1
(

El modelo (1.15) se denomina modelo Autorregresivo Integradro de Medias Moviles
de orden (p,d,q) o ARIMA(p,d,q), donde p es el orden del polinomio autorregresivo
estacionario, d es el orden de integracion de la serie, es decir, el nUmero de diferencias
que hay que tomar a la serie para que sea estacionaria, y ¢ es el orden del polinomio de
medias moviles invertible.

“Muchas series econdmicas si se observan varias veces a lo largo del a no, trimestral
o mensual- mente, presentan comportamiento estacional. Este tipo de comportamiento
puede ser debido a factores meteoroldgicos, tales como la temperatura, pluviosidad, etc.

A la hora de elaborar el modelo ARIMA adecuado para una serie temporal se ha de
tener en cuenta el comportamiento estacional, si lo hubiere, porque implica que la
observacion de un mes y observacion del mismo mes del afo anterior tienen una
pauta de comportamiento similar por lo que estaran temporalmente correlacionadas.Por
lo tanto, el modelo de series temporales ARIMA apropiado para este tipo de series
deberia recoger las dos clases de dependencia intertemporal que presentan, a saber
la relacién lineal existente entre observaciones sucesivas (comportamiento tendencial
o regular) y la relacion lineal existente entre observaciones del mismo mes en anos
sucesivos(comportamiento estacional).

Entonces supongamos que la serie Y; presenta un componente estacional y se especifica
un modelo ARIM A(p, d, q) general:

Gp(L)Ye = b4(L)a,

para recoger las dos estructuras de correlacion anteriormente mencionadas,la regular
y la estacional, bastaria con anadir al modelo los retardos de Y; y a; necesarios. Asi,
si la serie estacional es mensual y se quiere representar, ademas de la dependencia
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entre observaciones consecutivas, la autocorrelacion entre observaciones del mismo mes
separadas un ano, dos anos, etc. seria necesario incluir en el modelo retardos hasta de
orden 12, 24, etc.

Definicion 1.3.3. # Se entiende por modelo estacional puro aquel que recoge tnicamente
relaciones lineales entre observaciones del mismo mes para a nos sucesivos, es decir,
entre observaciones separadas s periodos o multiplos de s, donde s = 4 si la serie
es trimestral y s = 12 si la serie es mensual. Por lo tanto, en estos modelos, para
simplificar, se parte del supuesto de que no existe estructura regular, es decir, correlacion
entre observaciones consecutivas. Como este supuesto es poco rea- lista, este tipo de
modelos no va a ser muy Util en la practica pero su estudio permitira identificar en qué
retardos de la funcion de autocovarianzas y/o autocorrelacion se refleja la estructura de
tipo estacional de una serie. Se denotaran, en general, ARMA(P,Q)s, donde P es el
orden del polinomio autorregresivo estacionario y ¢ es el orden del polinomio medias
moviles invertible.

Veamos ahora los modelos ARy M A estacionales.

Definicion 1.3.4. * Un proceso de medias moviles estacional M A(Q), se define como:

Y = 0g(LY)a; = (1 — O,L° — ©,L% — ... — 0,L%)a,

(1.17)
Y, =a; +O1ai—s + Oay_25 + ... + Ogas_q,

Como este proceso es un modelo de medias méviles finito es estacionario para cualquier
valor de © y su media es cero. El proceso sera invertible, si y solo, si las raices del
polinomio de medias méviles tienen modulo fuera del circulo unitario.

Definicién 1.3.5. * Un proceso autorregresivo estacional AR(P), se define como:
Yi =01V s + DY, o+ ... + PpY_p +ay (1.18)

Como es un modelo autorregresivo finito es invertible para cualquier valor ® y su media
es cero. El proceso sera estacionario, si y solo, si las cuatro raices del polinomio
autorregresivo tiene modulo fuera del circulo unidad.

Definicion 1.3.6. * A partir de las definiciones anteriores podemos definir el modelo
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ARMA(P, Q); estacional, se define como:

(1—®pL*)Y; = (1—OgL%)a,
(1—®L°F —...—OpL™)Y, = (1-0,L° —... — OgL%)a, (1.19)
Y;/ = (I)ly;f—s + ...+ q)pY;g_ps + at@lat_s + ...+ @Qat_Qs

Este modelo sera estacionario cuando las raices del polinomio autorregresivo tengan
modulo fuera del circulo unidad y sera invertible cuando las raices del polinomio de
medias moviles tengan médulo fuera del circulo unidad.

4 De momento hemos supuesto que la serie Y, es estacionaria, quizas tras algun tipo
de transformacion. En la practica, dado que por estacionalidad entendemos una pauta
regular de comportamiento ciclico de periodo 1 ano de la serie que implica que, en
promedio, cada mes tiene un comportamiento diferente, las series estacionales suelen
presentar problemas de falta de estacionariedad en media o lo que es lo mismo cambios
sistematicos en el nivel de la serie.

Si la estacionalidad fuese siempre exactamente periédica, S; = S;_, se podria elimiar
de la serie como un componente determinista previamente estimado. Ahora bien,
este esquema estacional es muy rigido porque exige que los factores estacionales
permanezcan constantes a lo largo del tiempo. Sin embargo, la mayoria de las series
no se comportan de una forma tan regular y, en general, el componente estacional sera
estocastico y estara correlacionado con la tendencia. Por esta razon, un esquema de
trabajo mas flexible es suponer que la estacionalidad es s6lo aproximadamente constante
y que evoluciona estocasticamente:

Yi=Si+mn, Si=S—s+w

donde v; es un proceso estocastico estacionario.

Para solucionar la no estacionariedad en media que genera el comportamiento estacional,
se toman diferencias entre observaciones separadas s periodos, que llamaremos
diferencias estacionales:

AY, = (1 - LS)YQ =5+ Ny — Si—s — Ni—s = Vg + M — Ni—s
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de forma que A,Y; ~ M A(1), es estacionario e invertible.

En conclusion, el operador A, convierte un proceso estacional no estacionario en
estacionario.

Un modelo estacional puro se define por.

Op(L*)APY; = Og(L*)a (1.20)

En teoria, D, el numero de las diferencias estacionales que se han de aplicar para
convertir a la serie en estacionaria, puede tomar cualquier valor dependiendo de las
caracteristicas de la serie, pero en la practica nunca es superior a 1.

4) Consideremos una serie estacional Y; con periodo s conocido, por ejemplo, una serie
mensual observada durante N anos, de forma que en total contamos con 7" = 12N
observaciones. Si la serie es estacional podemos dividirla en s subseries, una por mes,
de N observaciones que denotaremos:

y7('1)7y’7('2)7y7('3)7"'7y‘§'8)7 T:]‘727"'7N

La relacion entre estas subseries y la serie de partida es:

v =Yy =Y 7=1,2,.,N j=1,2, .12 (1.21)

Cada una de estas doce subseries no presenta comportamiento estacional por lo que
podemos representarlas mediante los modelos ARIM A(p,d,q). Supongamos que el
modelo ARIM A adecuado para las doce subseries yﬁj) es el mismo:

(1—=®L—..—®, L)1 - L)Yy =1 -6,L—..—0,LYY r=12.,N (122

Si hay una estacionalidad en la serie de partida Y; se cumple que D > 1. Notése que
si D = 0y, por lo tanto, las series yﬁj) fueran estacionarias, todos los modelos (1.22),
al ser el mismo, tendrian la misma media, lo que es incompatible con el supuesto de
estacionalidad que implica que la media de cada mes, es decir de cada subserie yﬁj),
j=1,2,..,12, es diferente.

Los modelos para las doce subseries, al ser todos iguales, se pueden escribir
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conjuntamente en funcién de la serie de partida Y;, teniendo en cuenta que, dada la
relacion (1.21):

Ly = 49 = Y 1air—2) = Yio1s120—1) = L*Yip1900-1)

Lo que implica que aplicar el operador L a 4’ es equivalente a aplicar el operador L'? a
la serie original Y; s-—1).

Ademas habra que definir una serie de ruido comun para las doce subseries, «,
asignando a cada mes ¢ el ruido del modelo univariante correspondiente a dicho mes.
En consecuencia, o, se obtendria a partir de las doce subseries v como sigue:

Us_]) = O[j+12(7-_1) T = 1, 2, ceey N

Aplicando ambos resultado al modelo (1.22), se obtiene el modelo conjunto para toda la
serie mensual, Y;:

(1—-®, L% — ... —®,L")(1 - L'*)PyY) = (1 -0,L"? — ... —0,L'a, t=1,2,.., 12N

Para cada uno de los modelos (1.22) las series u¥) son, por construccién, ruido blanco,
pero la serie conjunta, a;,t = 1,2,...,T, no tiene por qué serlo, en general, ya que la
mayoria de las veces existira dependencia entre las observaciones contiguas que, como
no ha sido todavia tenida en cuenta, quedara recogida en esta serie de ruido. Es lo que se
denomina estructura regular o estructura asociada a los intervalos naturales de medida
de la serie.

Suponiendo que «; sigue el modelo ARIM A no estacional siguiente:

¢p(L)(1 — L)y = 0,(L)a; oy ~ RBN(0,0?)

Sustituyendo este modelo en el general para Y; se obtiene el modelo completo para la
serie observada:
Op(L*)pp(L)ALALY, = 0,(L)Oo(L*) ey (1.23)

donde ¢,(L) y 6,(L) son los polinomios autorregresivos y medias mdviles de la parte
regular, d es el orden de integracion de la parte regular y p, ¢ son los ordenes de la parte
autorregresiva y de medias mdviles estacionarios; mientras que ®p(L) y O¢(L) son los
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polinomios autorregresivos y medias moviles de la parte estacional, D es el orden de
integracion de la parte es estacional y P, son los ordenes de la parte autorregresiva
y de medias moviles estacionales. Este modelo lo llamos Modelo autorregresivo
integrado de medias moviles multiplicativo.

Los modelos ARIM A estacionales multiplicativos, ARIM A(p,d,q) x (P, D,Q)s. Estos
modelos son flexibles en el sentido de que especifican estacionalidades estocasticas,
tendencias estocasticas y ademas recogen la posible interaccion entre ambos
componentes.

Esta clase de modelos, como hemos visto, se basa en la hipétesis central de que la
relacién de dependencia estacional es la misma para todos los periodos. Este supuesto
no se tiene por qué cumplir siempre pero, de todas maneras, estos modelos son capaces
de representar muchos fendmenos estacionales que encontramos en la practica de una
forma muy simple.

1.4. Modelizacion con modelos ARIMA

La metodologia Box-Jenkins se fundamentan en los siguientes dos principios:

= Selccion de un mode en forma iterativa. En cada etapa se puede presentar la
posibilidad de rahacer las etapas previas.

Identi ficacion|<——

v

Estimacion|

Validacion

N

S NO

Prediccion
\
NO

Modelo
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» Principio de parametrizacion, también denominado parsimonia. Se trata de proponer
un modelo capaz de representar la serie con el minimo de parametros posibles y
Unicamente acudir a una amplicién del mismo en caso de que sea estrictamente
necesario para describir el comportamiento de la serie.

1.4.1. Identificacion  Con la informacion de nuestras observaciones y/o de cualquier
fuente disponible sobre cédmo ha sido generada nuestra serie, se intentara sugerir
una subclase de modelos ARIM A(p,d,q) que valga la pena ser estudiada. Nuestro
objetivo es encontrar los ordenes p,d,q que parecen apropiados para reproducir las
caracteristicas de la serie bajo estudio y su se incluye o no la constante 4. Es esta etapa
cabe la posibilidad de identificar mas de un modelo candidato a haber podido generar la
serie. Se escoge, el valor de p y ¢ de acuerdo con la funcion de autocorrelacion y parcial,
ademas también se escoge P y @ de acuerdo con la funcién de autocorrelacién. Dy d
son las diferencias estacionales y no estacionales.

1.4.2. Estimacion  Utilizando de forma éptima los datos se realiza inferencia sobre los
parametros condicionada a que el modelo investigado sea apropiado.

Dado un determinado proceso definido, se trata de cuantificar los parametros del mismo,
01, ...,04, ¢1,...,0p,0% Y , Si s€ necesita la constante 4. Para eso debemos tener un criterio
de como encontrar dichos parametros.

Definicion 1.4.1. 8 Sea X una variable aleatoria real de distribucién desconocida en
la que se extrae una muestra z1,...,x, de observaciones independientes. Supdngase
también que se dispone de una familia parametriza de funciones de densidad fy(z)(es
decir, que existe una funcidn de densidad f,(z) para cada valor del parametro 6(x)).

En este caso, 0(x) juega el papel de parametro desconocido y se define la funcion de

8 Ronald A Fisher. “On the mathematical foundations of theoretical statistics”. En: Philosophical
transactions of the Royal Society of London. Series A, containing papers of a mathematical or physical
character 222.594-604 (1922), pags. 309-368.
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verosimilitud L(¢) de la siguiente manera:
L(0) = L(O|x1, ... z) = [ ] folx:)

. Ahora para sea f, que corresponde 6 = 60, que es el verdadero valor del parametro.
Se desea encontrar el valor §(o estimador) que esté lo mas préximo posible al verdadero
valor 6.

En la practica, dependiendo de la distribucion que generd los datos, se suele utilizar el
logaritmo de esta funcion:

20|z, ....x,) =InL = Zlnf(xi\e).

El método de maxima verosimilitud estima 6, buscando el valor que # que maximiza
In L. Este es el lamado estimador de maxima verosimilitud (MLE) de 6,:

~

Omie = arg max é(9|x1, ey Tp)-
——

0cO

Definicion 1.4.2. °. Sea 6, el conjunto de los parametros de verdad o los que generan el
modelo, y sea 6 el conjunto de los parametros de una aproximacion o candidato a modelo.
Sea O el espacio de parametros para 6. La discrepancia entre el modelo generado y el
candidato a modelo se define como

donde E, denota la expectativa bajo el modelo generador, y L(A|Y,) representa la
verosimilitud.
Ahora para un conjunto dado de estimaciones de maxima verosimilitud 6,,,

dy, (0, 00) = Eo{—2In L(0]Y,) }o_y. (1.25)

proporcionaria una medida Util de la separacién entre el modelo generador y el modelo
candidato ajustado. Sin embargo, evaluar 1.25 no es posible, ya que hacerlo requiere el

9 Joseph E Cavanaugh. “Unifying the derivations for the Akaike and corrected Akaike”. En: (1996).
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conocimiento de 6. Sin embargo, Akaike en 1973 not6 que —2InL(6,|Y;) sirve como un
estimador sesgado de 1.25, y que el ajuste de sesgo

Eo{Eo{—21n L(0|Y;) Yoo, } — Eo{—21n L(6,|Y,)} (1.26)

a menudo se puede estimar asintéticamente por el doble de la dimensién de 6,,.
Asi, si dejamos k representar la dimension de 6,,, entonces, el valor esperado de

AIC = —2(0,|Y;) + 2k (1.27)

Miremos ahora la definicion de nuestro criterio de Akaike, para eso debemos definir
nuestra funcién de maxima verosimilitud

Definicion 1.4.3. Sean nuestras innovaciones a, con ¢t € {1,...n} de un proceso
ARIM A(p,q) que siguen una distribucion normal a; ~ Normal(0,c?%), ahora tenemos
que para una innovacién a;, que sigue una distribucién normal,por lo cual escribimos lo
siguiente

a;, ~ Normal(0, 0%)a;, = Xi—01 Xio1— o Xy—o—...—0p Xy p—ay, +01ai1+...+0,4a,_q ~ Normal(0, o?)
(1.28)

con ¢ y 0 siendo los coeficientes de la parte autorregresiva y los de la parte de medias

moviles. Asi se define la funcién de verosimilitud como:

flay,...,az) = . €XP 572

t=t1

= {_ tzn (Xe =1 Xio1 — o = 9 Xop =y + 01 a1 + o+ 0ga)° }

(1.29)
ahora debemos encontrar coeficientes ¢, ..., éq y o2 que maximicen a nuestra funcion de
verosimilitud f (a4, ...,a;) 1.29 y con dichos valores calculamos nuestro criterio

AlIC = —21nf(a1,,at)+2K (130)

Definicion 1.4.4. '° La prueba McLeodLi verifica la presencia de heterocedasticidad
condicional calculando la prueba de Ljung-Box con los datos al cuadro de un modelo

10 Kung-Sik Chan y Brian Ripley. TSA: Time Series Analysis. 2022. URL: https://cran.r-project.org/

package=TSA.
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arima. Su hipotesis es que el modelo no existe herocesdaticidad condicional entre los
retardos.

Definicion 1.4.5. "' La prueba de Shapiro-Wilk se usa para contrastar la normalidad de
un conjunto de datos. Se plantea como hipotesis nula que una muestra x4, ..., z,, proviene
de una poblacion normalmente distribuida. Es importante dicha prueba, ya que nos ayuda
a ver si los supuestos sobre nuestros datos se cumplen para aplicar el modelo tal como
la normalidad en los residuales.

Definicion 1.4.6. '> La prueba de Ljung-Box nos dice si un grupo cualquier de
autocorrelaciones de una serie de tiempo son diferentes de cero, su hipotesis nula dice
qgue los datos se distribuyen de forma independiente(es decir, las correlaciones en la
poblacion de la que se toma la muestra son 0).

1.4.3. Prediccion sobre modelos estacionarios Recordemos el teorema de
Wold(1.1.12): { X, },>( es estacionario entonces se puede escribir de la siguiente.

“+o00
X = E Yiap_;
i=0

+oo
Yo =1; Zl/}i < +00; a; ~ RB(0,0?)

=0

(1.31)

De esta forma asumiendo { X}, estacionario tenemos que X; = vpa; +1a:—1 +oa;—o +

Queremos predecir X, conociendo X, Xr_1, Xr—a, ..., X7(l) = Ep(Xr) = YoE(ari)+
v E(ari-1) + ..., definiendo:

Ep(ag.) = ary; para valores conocidos,
0 para valores desconocidos

Si se conoce el valor de X, entonces podemos determinar el valor de
ar = —f(Xr_1,Xr_2,...) + X7, Si N0 se conoce X entonces la innovacion ar no

1S Shaphiro y MBJB Wilk. “An analysis of variance test for normality”. En: Biometrika 52.3 (1965),
pags. 591-611.

2 George EP Box y David A Pierce. “Distribution of residual autocorrelations in autoregressive-integrated
moving average time series models”. En: Journal of the American statistical Association 65.332 (1970),
pags. 1509-1526.
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esta determinada por el conjunto de informacion por lo que Er(ar) = 0.

En general las bandas de confianza para una serie de tiempo {X;}:>, corresponde a

(E(X71) £ qnorm(1l — o/2) =@q—a2)V/ Var(er(l)))

er(l) = E(Xr(l) — Xr (1.32)
dat
valor esperado ato

donde Er(Xry;) = Xr4y paravalores conocidos y Er(Xry) = E(Xrw|Xr,..) para valores
desconocidos. Nuestro propdsito esta en establecer los valores de ); para los cuales:
-1
Var(er(l)) = 0y 47 (1.33)

=0

Ejemplo 1.4.7. Consideremos el modelo ARIM A(0,1,1); es decir el modelo dado por:

(1— L)X, = (1+0L)a,

(1.34)
Xt = Xt—l + a; + Hat_l
La funcién de prediccidn esta dada por:
ET(XT+1) = E(XT + ary1 + OaT) = X7 + Oar
ET(XT+2) = E(XT+1 + ar+42 + 9CLT+1) = E(XT+1) = XT + QCLT
(1.35)

Er(Xry) = E(Xr + app +bapy—1) = E(Xrq)
= X7 + far para todo l.

De esta manera la banda de confianza es un tubo horizontal dependientes
fundamentalmente de la dltima observacion.

En caso de que ¢ = 0 (es decir, cuando se toma un paseo aleatorio) se tiene entonces
que la funcién de prediccidn esta dada por Er(Xry) = Xo.

En general se puede demostrar que para un modelo con orden de integracion de orden
1 (es decir, por ejemplo un modelo ARIM A(p, 1, q)) con término independiente (§ = 0) la
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funcion de prediccion cuando I — +o0o, tiende a ser constante:
Xr(l) = E(Xr4) P K (1.36)
——+o00

KT no es la media de todo el proceso (en virtud de que por ser no estacionario el proceso
puede seguir una tendencia) K7 es entonces una constante dependiente del conjunto de
la informacion y de los parametros AR'Y M A del modelo no estacionario.

Cuando el modelo tiene termina independiente # # 0 entonces la funcion de prediccion
esta dada por:

ET(XT+1) = E(5 + XT + ar+41 + QGT) =9 + XT + GCLT
Er(Xry2) = E(0 + Xpi1 + arge + 0arsy) =0+ Ep(Xriq)

=20 + XT + QCLT
(1.37)
E(Xpu)=FE0 4+ Xryi—1+ aryy +0ary—1) =0 + Ep(Xr-1)
=9l + XT + GCLT
Razonando de manera analoga a como lo hicimos previamente tenemos que
E(Xry) —— K' 441 (1.38)
l—4o00

Cuando el proceso no es estacionario el limite lim; ., Var(er(l)) no necesariamente
exite.

Para establecer Var(er(l)) seguimos el mismo razonamiento realizado para modelos
estacionarios, es decir, determinando ;.

Escribiendo el modelo ARIM A(p, d, q) en representacion M A(oco)( entendiendo que no
todo modelo M A es estacionario). En el caso del paseo aleatorio se puede escribir como:

Xt = Q¢+ Q1+ Qg—2 + ... (1 39)

de forma que ¢; = 1 paratodo i =1,2,3,.... Asi
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(1.40)

Var(er(l)) = 0> 7 =0*(1+ ..+ 1) =0’

=0

Note que cuando [ — +oo el correspondiente limite tiende a infinito.

Ejemplo 1.4.8. Modelo ARIM A(p,2,q)

La su funcién de prediccion corresponde a Er(l) P KT + K7l donde K{ y KT
depende del conjunto de informacion y de los parametros del modelo. Al tener dos
términos, se observa que la prediccion de los modelos ARIM A(p,2,q) es mas flexible
con respecto a ARIM A(p, 1, q).

1.4.4. Sobre los errores de prediccion ey (l) = X1 — Ep(X7y), este es el residual
bajo el enfoque de regresién. Veamos como seria el desarrollo.

er(l) = Xpy1 — Er(Xri)
= ar41 + Yrar + Yoar—1 + ... — (Ep(arsr) + 01 Er(ar) + Yo Er(ar—1) + ...)
= ar41

6T<2> = X140 — ET(XT+2)
= arye + Y1074 + Yoar + ... — (Er(arie) + 1 Er(aria) + Yo br(ar) + ..)

= aryo + Y1074

er(l) = Xrp — Ep(Xp4)
=ary +Uary1 + eary o+ ... — (Er(ary) + Y1 Er(ari—1) + Yo Er(ary—2) + ...
+ Y1 Er(arsq) + OiEr(ar + ...)

= apq + V1arpi—1 + o Parg.
(1.41)
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er(l) es una variable aleatoria con E(er(l)) = 0y con varianza dada por:

Var(er(1)) = Er((er(1))?) = o
Var(er(2)) = Er((er(2))?) = Er((ario + raryi)?)
= ET((]/’%“+2 + 2¢1aroari + ¢%a%+1)

=0’ + 1o’ = (1+¢p)o”

(1.42)

Razonando recursivamente (de hecho es algo que podemos demostrar por induccion) se
tiene que :

-1
Var(er(l)) = (1+ 67 +¥3 + .. + 07 )0 =0 Y 47 (1.43)
=1

Si tenemos un modelo pura el cual queremos predecir para [ — +oo. De acuerdo con la
invertibilidad nosotros establecimos que:

+o0
D W < o0 (1.44)
=0

lo que garantiza que Var(er(l)) cuando I — +oo va a converger. Bajo el supuesto de
normalidad tenemos que : er(l) = Xpy — Er (Xt +1) ~ N(0,Var(er(L))), luego intervalo
de confianza corresponde a (X7 (1)) & Z1_a/2)04/ Zi;(l) WU,

1.4.5. Prediccion con modelos ARMA(p,q) Dado que tenemos la informacién hasta
Y7 vamos a establecer Y .1, Yrio, ... para ARM A(1,2)

Yrii = oYr +arqy — bar — brar—
Yr(1) = E(Yry1) = Er(¢oYr + aryq — O1ar — Osa7_1)
= 0Yr — bhar — Orar_,
Yrio = 0Yry1 + argo — Orary1 — boar (1.45)
Yr(2) = E(Yryo) = Ep(¢Yrir + aryo — 61ariy — Ghar)
Yri3 = ¢ria + arys — ¢raria — bharia

= oL (Yry2)

Engeneral Yy (k) = Ev(Yrix) = ¢E(Yr.k), para obtener la varianza del error de prediccion
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vamos a usar que:

(1-¢L)Y,=(1—6,L—0,L)a,

1—6,L— 6,12
Y;:( 11_¢L2 )at:(1+¢1L+...)aT

1= 0L — 60,7 = (1= @L)(1+ 1L+ o L? + ...) (1.46)
L: —0L= @ —0)L=1=¢—0
L?: — 0,07 = (Y — 1) L? = by = ¢(¢ — 6:1) —
LP: —03L0° = (Y3 — 1ag)L® = g = ¢y

Los pesos de la forma de medias mdviles corresponde a :

k=0 7w0:1
k=1 7¢1:¢_91
S 1.47
v k=2 9= — 0, (1.47)
k>2 p= ¢y

De esta manera la varianza del error esta dada por:

Var(e/(1)) =

Var(er(2)) = oc*(1 +¢ — 6;) (1.48)
Var(er(3)) = o*(14+ ¢ — 01 + (¢ — 61) — 02)

Var(ep(k)) = o*(1+¢ — 01 + ... + ¢byp_1)

El intervalo de confianza para Yr(!) esta dada por:

1=0

-1
(YT(Z) + Z(1-a/2) Z %‘) (1.49)
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2. Modelizacion con modelos GARCH

Un modelo ARIM A es un modelo homocedastico, es decir, un proceso con igual varianza
para toda variable aleatoria definida para cada tiempo. Sin embargo, en busca de explicar
la variabilidad o dispersién entre el nimero de casos reportados entre un dia y otro, es
que se utilizan los modelos GARCH. Para un modelo GARCH es fundamental utilizar
el mejor modelo ARM A para el conjunto de datos de acuerdo con el paquete en el
lenguaje R. Esto conlleva a establecer una metodologia de modelizacién bajo modelos
ARIMA vy, luego modelar la variabilidad con modelo GARC H.Ademas se determinan
modelos sGARCH y eGARCH, siendo el modelo estandar y el modelo exponencial
respectivamente.

2.1. Modelo autorregresivo con heterocedasticidad
condicional

Proposicion 2.1.1. '3 Dadas dos o-dlgebras 3, 3., con S, C S, y una variable aleatoria
escalarY, se tiene que:
EY [S)=E[E (Y |S32)] 3]

Las sigma-algebras son las generadas por la historia pasada de las variables del
modelo, en dos instantes distintos de tiempo. Un caso particular de esta ley que resulta
especialmente dtil es cuando ; = ¢, pues entonces,

E(Y) = E[E(Y[32)]

que relaciona un momento incondicional y un momento condicional.

Sea ¢,(#) denota un proceso estocastico que denota el error, es decir, la distancia entre
el pronéstico (E, ;(X;)) y el dato X; en ¢. De tiempo discreto con media condicional y
funciones de varianza parametrizadas por el vector de dimensién finita # C R, donde 6,
denota los valores reales. Por simplicidad de notacion supondremos inicialmente que
e:(6) es un escalar, también que E; () denota la esperanza matematica, condicionada

13 Alfonso Novales. “Modelos ARCH univariantes y multivariantes”. En: Departamento de Economia
Cuantitativa. Universidad Complutense de Madrid.(Version Preliminar). Madrid, Espana (2013).
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a la pasada, del proceso, junto con cualquier otra informacion disponible en el momento
t—1.

Definicion 2.1.2. '* Decimos que &,(f) sigue un proceso ARCH si su esperanza
condicional es igual a cero:

Et—l(gt(QO)) = 07 t= 17 27 37
y su varianza condicional,
0'?(90) = Vart_l(et(éo) = Et_1<€?(90))

depende, en forma no trivial, del o-algebra &;_; generada por las observaciones pasadas.
La notacién o7 hace referencia al hecho de que trabajamos con un segundo momento
del proceso estocéastico. Debe apreciarse que, a pesar del subindice temporal, o7 es una
funcién de variables pertenecientes al instante ¢t — 1 o anteriores.

La esperanza y varianza incondicionales del proceso ¢;(6,) son la esperanza matematica
de los momentos analogos condicionales,

E(et) = E(Ei 1) =0 (2.1)

Var(e,) = E(g}) = E(Ei1(et)) = E(0f) = +a(L)e] (2.2)

Su estructura basica es la siguiente:

Et = Oy, Z¢ ™~ RB(O, 1)

) 1 ) 1 (2.3)
o :w—l-Zocjat,j, ag >0, a; >0, Zai >1

Jj=1 Jj=1

Una forma intuitiva de entender el modelo ARC'H al igual que los modelos AR (1.2.1)
es entender que el valor de la volatilidad en un tiempo ¢ depende de un ruido blanco y

4 Tim Bollerslev, Robert F Engle y Daniel B Nelson. “ARCH models”. En: Handbook of econometrics 4
(1994), pags. 2959-3038.

40



del valor de su varianza en un tiempo t. Dicha varianza depende de la volatilidad en un
tiempo ¢ —1, aunque el modela ARC' H nos ayuda para modelar la volatilidad dependiendo
de sus valores pasados. Generalmente suele tener un orden elevado ademas de que la
volatilidad en cada momento explica la de cada momento siguiente por eso, definimos un
modelo ARC'H generalizado,

2.1.1. Modelo ARCH generalizado (GARCH)

Definicion 2.1.3. ' . El modelo GARCH (p, q) es,
q p
ol =w+ Z e} + Z Bior_; =w+a(L)e;_ + B(L)o7 ;. (2.4)
i=1 j=1

donde o? denota la varianza condicional, ? las innovaciones, « y 3 son coeficientes de la
parte autorregresiva y los coeficientes que determinan el impacto de los errores pasados
para la volatilidad actual, y w es el intercepto. Este modelo también es conocido como el
modelo GARCH estandar (sGARCH).

Para que la varianza condicional en el modelo GARCH (p, q) esté bien definida, todos
los coeficientes en el modelo ARCH lineal de orden infinito correspondiente deben
ser positivos. Siempre que «(L) y B(L) no tenga raices comunes y que las raices de
los polinomios f(z) = 1 se encuentren fuera del circulo unitario, esta restriccion de
positividad se cumple, si y solo, si todos los coeficientes en la expansion de la serie de
potencias infinitas a(z)/(1 — 5(x)) son no negativas.

Los modelos GARC H recogen adecuadamente las propiedades de agrupamiento de la
volatilidad, pero son simétricos, ya que la varianza condicional depende de la magnitud
de las innovaciones retardadas, pero no de su signo. Es decir el impacto de las
innovaciones no distingue la diferencia si es positiva o negativa. Para recoger los efectos
de mas innovaciones no simetricas se propone el modelo exponencial GARCH, o
EGARCH (p,q).
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Definicion 2.1.4. > El modelo EGARC H (p, q) se define:

In(07) =w+ > (25 + (25| = Elzg) + D Bjlog.(07-)) (2.5)

Jj=1 Jj=1

donde los coeficientes a; capturan los efectos del signo y +; el tamano del efecto.

De este modo, {In(c?)} sigue un proceso ARM A(p, q), con las condiciones habituales de
estacionariedad del modelo ARM A usual. Como en el caso del GARCH, w facilmente
se puede hacer una funcion del tiempo para acomodar el efecto de cualquier evento
predecible.

2.2. Modelizacion con modelos GARCH

2.2.1. Estimacion ' La estimacién se lleva a cabo, generalmente, por maxima
verosimilitud, para lo que suponemos una determinada densidad f(w,,n) para el término
de error tipificado,
z(0) _ &~ 11:(0)

o lof(O))'?
que tiene esperanza cero y varianza uno. Dado un vector de observaciones {z1, ...,er}, €l
logaritmo de la funcion de verosimilitud para la observacion ¢ es:

we(0) =

e =t { F(un(0).1) ~ 5 (o6}

donde el dUltimo término es el Jacobiano de la transformacion que pasa de
las innovaciones estandarizadas a las observaciones muestrales, que en el caso
multivariante se convertira en:

e ) = I [FGOLO)] )] — 5|20

donde I" es una matriz no singular(matriz cuadrada con inversa), de igual dimension que
¥, tal que I'T” = Y(recodando que I es la matriz transpuesta). Se sabe que para toda
matriz de definida positiva ¥ existe tal matriz I". Si la matriz ¥ es diagonal, aunque con

5 Alexios Ghalanos. “Introduction to the rugarch package.(Version 1.3-1)". En: Manuscript, http://cran.

r-project. org/web/packages/rugarch. Accessed 11 (2020).
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elementos diferentes a lo largo de la diagonal principal, entonces I" es la matriz diagonal
gue tiene por elementos la raiz cuadrada de los elementos en la diagonal de . Como
los elementos de esta Ultima, los ¢Z(f) son todos positivos.

Por otra parte, utilizando un argumento estandar para la descomposicion del error de
prediccion, la funcion de verosimilitud para la muestra completa puede escribirse como la
suma de los logaritmos de la funcién de verosimilitud condicional:

T
LT(517 ---75T) = th(é“t; w)
t=1

cuya maximamizacion generara estimadores de maxima verosimilitud del modelo, ¢ =
(0, ).

2.2.2. Prediccion Debido a una ausencia de convergencia en la funcion de
verosimilitud se opto por un método usando bootstrap para la prediccion. Para la
prediccion del o;, es decir la varianza y los posible valores de la serie, usaremos la
metodologia explicada en '®, para un modelo GARCH(1,1) pero vale la generalizacion
de la misma forma para cualquier se hace la deduccion modelo GARCH (p, q).

El modelo GARCH(1,1) esta dado por

Yt = O&

2

) ) (2.6)
o, =w+ay, ,+Po_, t=1,.,T.

Donde ¢; es un proceso de ruido blanco con varianza 1, o; €s un proceso estocastico
que es conocido como la volatilidad (o la varianza) y asumamos que son independientes
de ¢, y w, a y § son parametros desconocidos que satisfacen w > 0, a > 0,8 > 0 para
que la varianza condicional sea positiva. El proceso y; es estacionario en covarianza
si, a+ 3 < 1. Se puede mostrar que y; es estrictamente estacionario si E[log(5+ as?)] < 1.

Note que o7 es observable con la informacién ¢ — 1 y en consecuencia, dados los

6 Lorenzo Pascual, Juan Romo y Esther Ruiz. “Bootstrap prediction for returns and volatilities in GARCH
models”. En: Computational Statistics & Data Analysis 50.9 (2006), pags. 2293-2312.
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supuestos sobre la distribucion de ¢, la media condicional de y; es cero y 7 es la varianza
condicional, ademas, la distribucion condicional de y; coincide con la distribucién de ;.
La varianza condicional se puede ver como, (dicha deduccién para la varianza se puede
ver 7).

W = w

Definicion 2.2.1. '® El error cuadratico medio (ECM) de un estimador mide el promedio
de los errores al cuadrado, es decir, la diferencia entre el estimador y lo que se estima. El
ECM es una funcién de riesgo, correspondiente al valor esperado de la pérdida del error
al cuadrado o pérdida cuadratica. La diferencia se produce debido a la aleatoriedad o
porque el estimador no tiene en cuenta la informacién que podria producir una estimacion
mas precisa.

El ECM de un estimador 6 con respecto al parametro desconocido ¢ se define como

ECM() = E[(0 — 0)?).

El predictor de yr,., dadas las obervaciones del proceso hasta el momento 7, Y, =
{v1,...,yr}, €s cero y su error cuadratico medio condicional (MSE) es dado por

Er(0y) = B(0%ylYe, Vi) = ot (o— - L) 2.8)

w
1-a-§ l—a—p
Suponiendo que ¢; es un proceso ¢, ~ Normal(0,1), entonces y; es condicionalmente
gaussiano(es decir sigue una distribucion normal condicional, por tanto la distribucion de
y; depende de la informacion previa) y los errores de pronostico de a un paso adelante
se distribuyen normalmente, por tanto el intervalo de confianza para Yr,, esta dado por

(Er(ery1) £ gnorm(1l — a/2)E(ory1))

Por el contrario, la distribucion del error en la prediccion de k-periodos adelante
con £ > 1 no es normal incluso si ¢; es Gaussiano, la aproximacion habitual del
intervalo de prediccién (1 — a)% para los retornos yr., para k > 1 es dado por
(Er(ersr) £ gnorm(1l — a/2)E(or4)). Los puntos para la prediccion del 7., esta dados

7" Brandon Williams. “Betreuung: Prof. Dr. Rainer Dahlhaus”. En: (2011).

8 Erich L Lehmann y George Casella. Theory of point estimation. Springer Science & Business Media,
2006.
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por (2.8).

Ahora sea Y; una sucesion de observaciones generados por GARCH (1, 1) dado por (2.6).
El objetivo es estimar directamente la distribucion de yr., y or_; condicional a los datos
disponibles. Los parametros del modelo, § = (w, a, 3), son estimados por 07 = (&, &, 3).
Los residuales se computan por & = y,/6,, t = 1,...,T donde 62 = & + ay? , + 62 4,
cont = 2,....T, son las varianzas condicionales estimadas y 62 = &/(1 — & — 3) es la
estimacioén de la varianza marginal.

Para implementar la técnica bootstrap, es necesario obtener replicas bootstrap Y, =
{y1, .., y+}, que imitan la estructura de la serie original, Estas replicas se obtiene de las
siguientes formulas recursivas:

‘}:2 =w+ay;” 1+ﬁ&:21 (2.9)

yi=eior, t=1,..,T, (2.10)

donde ¢ son sorteos aleatorios con reemplazo de Fr, la funcion de distribucion empirica
de los re3|duos centrados, y ;2 = 6. Una vez los parametros de esta serie bootstrap son
estimados, 65 = (v, &%, B )s Ia prediccion bootstrap de los valores futuros se obtiene de
las siguientes formulas recursivas:

O = W'+ QYR+ B0 (2.11)
Yrik = €Tk Oppp, kK =1,2,... (2.12)

Con ¢}, , siendo sorteos aleatorios con reemplazos de Frys=yry

. T2 ok

= ary B (y%_j_l - w—) (2.13)
1—a*— p*

Se puede apreciar que en la expresion (2.13), aunque 3% es diferente para todas las

replicas del bootstrap, su valor se obtiene utilizando las estimaciones de los parametros

bootstrap correspondientes y siempre la serie original. Por tanto, su valor es pequeno

cuando los rendimientos al final del periodo de la muestra son pequefnos y grande
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cuando son grandes en valor absoluto. Por tanto 4% incorpora la variabilidad debida a
la estimacion de parametros y, al mismo tiempo, tiene en cuenta el estado del proceso
cuando se realizan las predicciones.

Una vez tenemos el conjunto de réplicas de arranque B, (y;i)k,...,y;(f;)) para yr.x,
los limites de prediccidon se definen como los cuantiles de la funcion de distribucion de
arranque de y;.,. Mas especificamente, si G;(h) = Pr(y;,, < h) es la funcién de
distribucion de ., y su estimacion es G; z(h) = #(y;%, < h)/B, donde #(-) cuenta
el numero de casos donde la condicion que esta entre paréntesis se satisface, entonces,
el intervalo de prediccion 100(1 — «) % para y;.,, esta dado por

L5 50).Upsw)] = (@5 (5) Qs = 5)] (2:14)

donde Q; 5 = G, 5.

Podemos simultaneamente obtener la perdicion del intervalo de volatilidad para el perdio k
futuro. Dado el conjunto (ai}(i)k, . a;(ﬁ?) de B réplicas de arranqué de la volatilidad para
cualquier horizonte k, se procede de la misma forma que anteriormente se menciono,
utilizando como limites de prediccion los cuantiles de la funcion de distribucidon bootstrap
de 67.,,. En este caso, si G} z(h) = Pr(61.,, < h) es la distribucion de la funcion de 67,
y su estimacion de Monte Carlo es G, 5(h) = #(d3%,, < h)/B, el intervalo de prediccion

100(1 — a) % para o, esta dado por
* * _ * a * o g
[LU,B(U)7 U,B(O-):| - |:QO',B (5) 7Qy,B (1 2)] ) (215)

donde Q; 5 = G. 5.

2.2.3. Estimacion 7 Para la estimacion del modelo GARC H (p, q) usaremos el criterio
de Akaike al igual que la estimacion del modelo ARIMA. Sean {}, las (posibles)
observaciones de los errores (innovaciones). Los coeficientes GARCH se estiman
maximizando numéricamente la probabilidad de ¢,,4,...,&, condicional a los valores
conocidos de ¢y, ...,&,, Y asumimos que el valor es 0 para los &, t < 0, y 62 para cada
valor de o2, donde 62 es la varianza muéstrala de {24, ..., £, }. Donde buscamos maximizar
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la siguiente funcidn de verosimilitud.

L(w, o, ..., g, B, ...y Bp) = I[lﬁ(é), (2.16)

o o
t=p+1 ¢ t

con respecto a los coeficientes w, a1, ..., o Y A1, ..., 5,, donde ¢ denota la densidad normal
estandar, y o, = v/h,,t > 1. Se hace recursivamente de (2.1.3) reemplazando ¢, por &,
ycong, =0y h, = 6%t > 0 para encontrar el minimo de —21In(L). Es importante que la
optimizacidn esta restringida para que todos los parametros estimados no sean negativos
con

Qi+ a4 4B <1, @G>0 (2.17)

La condicion anterior es necesaria y suficiente para que la ecuacion del correspondiente
modelo GARC H sea débilmente estacionario.
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3. Caso de estudio: COVID-19 en Santander

3.1. Modelo ARIMA

Ahora antes de hacer el andlisis con los datos reales, comprobaremos nuestra
metodologia con datos simulados. Primero vamos a generar los datos de una serie de
tiempo basados en un proceso ARIM A(5,2,3).

arimab523
-150000 -100000 -50000 0
1 1 1

-200000

-250000
1

0 500 1000 1500 2000

Time

Figura 3.1: Datos simulados

Para encontrar la frecuencia adecuada usaremos un periodograma que se define de la
siguiente manera.

Definicion 3.1.1. * Se define el priodograma basado en muestras X;,, X;,, ..., X;, como
la funcion:

n—1
I\ = % ((fomxti, X;,)+2) Cov(X,, Xt+h)cos(/\h)) (3.1)
h=1
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Con A € [0, 7] y para t > 0. El periodograma proporciona informacion sobre la contribucion
relativa de diferentes frecuencias a la serie de tiempo.

Enseguida queremos encontrar la frecuencia de los dias en los cuales se puede observar

un comportamiento estacional, entonces vamos a tomar las siguientes tres frecuencias:
1

_ ~ _ 1 o1
S1 = Gooss ~ 182 en color azul, s, = = ~ 72 en color morado, y s3 = oG = 500 en color
rojo.
S
+ -
L
oo
S
+ |
L
w
£
(o]
>
S
(=] [a]
s T 4
o [1F]
~
(o]
—
+ —
&
o
o
o |
(5]
© | T T T T T
0.0 0.1 0.2 0.3 0.4 0.5

Frequency

Figura 3.2: Periodograma datos simulados

Podemos que en la anterior grafica la frecuencia s, esta muy alejada y no tiene
practicamente ningun pico, por otro lado la frecuencia s3 aun teniendo un pico bastante
alto es muy grande para ser considerada pensando en que nuestros datos son solamente
2000, por dicha razén tomaremos la frecuencia s;. Suponiendo que en nuestros datos
simulados las unidades del tiempo son dias, vamos a analizar nuestros datos tomando
intervalos cada 182 dias como se muestra en la siguiente grafica.

49



-50000 0
1 1l

-100000
1

arima_181

-200000 -150000
L |

-250000
L

Time

Figura 3.3: Datos periodo 182

Ahora bien, siguiendo con nuestra metodologia debemos encontrar el orden de nuestro
modelo ARIM A(p,d,q), primero debemos saber que el numero de diferencias que
debemos hacer son dos, es decir que d = 2, después para hallar los valores de p,q
debemos usar las funciones de autocorrelacion y autocorrelcion parcial.
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Series diferenciacion

1.0
1

0.8

ACF

0.4

0.0

Figura 3.4: Auto correlacion

Podemos ver que el numero de coeficientes es elevado entonces deberiamos todos el
orden de ¢ muy alto, sin embargo el seleccionar un orden muy alto no es recomendable
ya que podriamos tener problemas de sobre ajuste o inestabilidad en nuestro modelo,
usaremos el criterio de Akaike (1.27), para saber con mas precision el orden de nuestro
modelo. Para nuestro caso el orden ¢ = 5.
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Series diferenciacion

1.0
1
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0.4
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T T I I
0.00 0.05 0.10 0.15

0.0
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Figura 3.5: Auto correlacion parcial

Para nuestro coeficiente p tenemos el mismo caso anteriores, tomaremos de la misma
forma p = 5. Miremos ahora la grafica para la prediccion para los siguientes 100
valores de nuestro modelo. Podemos ver que la prediccién para 100 futuros datos en
la grafica (3.6), como se puede ver la variacion de los datos predichos no es muy alta
con un comportamiento creciente. Ahora analisis los residuos de nuestro modelo que se
muestran en la grafica (3.7).
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Como podemos observar los errores de nuestro modelo no siguen algun tipo de patrén
en especifico y tampoco se observa que se hacen mas pequenos a medida que pasa
el tiempo, para poder confirmar que no existe un comportamiento heterocedastico
usaremos la prueba de McLeodLi con un nivel de significancia de o = 0,05.
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Figura 3.8: Prueba de McLeodLi

se puede ver que para cada retardo su autocorrelacion parcial de los errores estan por
encima del nivel de confianza de «, entonces no podemos rechazar la hipotesis nula de
la no heterocedasticidad por tanto hay homocedasticidad, y tiene sentido con nuestra
metodologia ya que los datos son generados por un proceso ARIM A, que tiene se tiene
el supuesto de homocedasticidad.

De este ejemplo podemos concluir que bajo la siguiente metodologia, se obtienen
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ordenes adecuados para la parte autorregresiva y de medias moviles.

1. Se realiza un periodograma con el fin de encontrar el periodo, es decir, en qué
momentos se empieza a repetir el comportamiento de la serie.

2. Se diferencia la seria para determinar el orden de integracion estacionario, d.

3. Se escogen los érdenes pyq, los cuales son los 6rdenes estacionarios. Con la
funcién de autocorrelacion parcial se escoge p a partir del punto donde esta tiende
a cero. Con la funcién de autocorrelacion se escoge g a partir del punto donde esta
tiende a cero.

4. Para los 6rdenes P,(QQ, D, los cuales son estacionales, se utiliza el criterio de
Akaike y se escoge el modelo con el mejor ajuste.

El codigo utilizado para dicha simulcidn fue el siguiente.

https://github.com/CrasCris/Ejemplol/blob/main/Simulacin. ipynb

3.2. Descripcion de la base de datos

De acuerdo con 9, existen diversidad de pruebas y metodologias en el laboratorio que
en conjunto con la definicién de caso, sintomatologia y antecedentes epidemiol6gicos
sirven en la deteccion y diagnéstico de la enfermedad, causada por el nuevo Coronavirus
SARS-CoV-2 del 2019 (COVID-19). Las pruebas de laboratorio pueden estar basadas en
la deteccion directa de la presencia del virus o en la deteccién indirecta mediante métodos
seroldgicos detectando produccion de anticuerpos como respuesta a la infeccion. Para
detectar la presencia del virus se usa principalmente la RT-PCR en tiempo real que
identifica ARN viral especifico de SARS-CoV-2 y para la deteccién de anticuerpos se

19 Instituto Nacional de Salud. Pruebas para la deteccion molecular de SARS-COV-2 por RT-PCR usadas
en Colombia. Url: http://www.ins.gov.co/BibliotecaDigital /Pruebas-deteccion-molecular-
sars-cov-2-rt-pcr-Colombia.pdf. 2021.
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registra el uso de tres metodologias: i) quimioluminiscencia (CLIA), ii) inmunoabsorcién
ligado a enzimas (ELISA) y iii) inmunocromatografia (pruebas rapidas en casete), entre
otras. Sin embargo, aun no es totalmente claro el debido uso de estas ultimas, por
consiguiente, el presente documento pretende resumir parte de la informacion disponible
a la fecha que sirva como evidencia para un mejor uso de estas?.

Se realizaron reuniones con el director para aclarar dudas acerca de los resultados
obtenidos. Se realizara primero el analisis con un modelo ARIMA, para este haremos
una simulacién para confirmar nuestra metodologia, y posteriormente con un modelo
GARCH. Se utilizara los paquetes stats, forecast y rugarch para la implementacion de
los modelos sobre los datos, cuya descripcidn se aborda a continuacion:

La base de datos de COVID-19 en Colombia es tomada de la pagina del Instituto Nacional
de Salud 2'. La base de datos es de uso publico y se actualiza de manera semanal cada
jueves. En donde se encuentra la especificacion y aclaracién formal de las siguientes
variables:

= Fecha de reporte via web, es la fecha indicada en 2'.
m ID de caso, un co6digo Unico para caso de contagio .
m Fecha de notificacién, fecha del dia que se notifica el contagio.

m Codigo DIVIPOLA, es una nomenclatura estandarizada, disenada por el DANE para
la identificacién de Entidades Territoriales (departamentos, distritos y municipios),
Areas No Municipalizadas y Centros Poblados, mediante la asignacién de un cédigo
numeérico Unico a cada una de estas unidades territoriales.??

m Nombre del departamento.

m Cédigo DIVIPOLA del municipio.

20 https://www.ins.gov.co/Noticias/Paginas/Coronavirus.aspx

21 Instituto Nacional de Salud. Base de datos. Url: https://www.datos.gov.co/Salud-y-Protecci-n-

Social/Casos-positivos-de-COVID-19-en-Colombia/gt2j-8ykr/data. 2023.

22 Departamento Administrativo Nacional de Estadistica. Significado del codigo DIVIPOLA. Url: https :
//www.ins.gov.co/Noticias/paginas/coronavirus.aspx. 2023.
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Edad, la edad que tenia la persona a la fecha cuando se tomo la prueba .
Unidad de medida de edad, que corresponde a 1-anos, 2-meses, 3-dias.
Sexo Masculino(M) o femenino(F).

Tipo de contagio, variable que puede tomar los valores de
Comunitario”,Relacionado”,etc.

Ubicacién del caso, toma los valores de "Hospital UCI”, "Fallecido”, o "N/A”,
corresponde a muertes no relacionadas con COVID-19, aun si eran casos
activos.Hay pacientes recuperados para COVID-19, que pueden permanecer en
hospitalizacion por otras comorbilidades.?’

Estado, variable que puede tener los valores de "Leve”, "Moderado”, "Grave”,
"Fallecido”, o "N/A”. Es cuando no se tiene registro del estado de la persona.

Codigo ISO del pais, se define como un estandar internacional para los cédigos
de pais y los cédigos para sus subdivisiones. Ha sido publicada por la Organizacion
Internacional de Normalizacidon 23. Solamente aplica para los casos de tipo
importado”.

Nombre del pais de donde fue importado el contagio.

Recuperado, Recuperado Fallecido N/A (Vacio). N/A se refiere a los fallecidos
no COVID. Pueden haber casos recuperados con ubicacion Hospital u Hospital
UCI, ya que permanecen en hospitalizacion por causas diferentes. Los casos con
informacion en blanco en esta columna corresponde a los casos activos.?’

Fecha de inicio de sintomas , es la fecha donde se estima la persona inicio con
los sintomas como (fiebre,malestar general,tos,etc).

Fecha de muerte, €s la fecha declara en la que el individuo fallece , puede variar
respecto a la real.

Fecha de diagnostico, es la fecha que se reporta cuando la prueba da positivo.

Fecha de recuperacién, fecha cuando se reporta que la persona se ha recuperado.

23

Organizacion Nacional de Organizacion. Significado del codigo ISO. 2023.
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m Tipo de recuperacién, Se refiere a la variable de tipo de recuperacion que tiene
dos opciones: PCR y tiempo. PCR indica que la persona se encuentra recuperada
por segunda muestra, en donde dio negativo para el virus; mientras que tiempo
significa que son personas que cumplieron 30 dias posteriores al inicio de sintomas
o toma de muestras que no tienen sintomas, que no tengan mas de 70 afios ni que
estén hospitalizados.?’

m Pertenencia étnica ,1-Indigena 2-ROM 3-Raizal 4-Palenquero 5-Negro 6-Otro.
Esta variable se actualizard cada semana.?'

m Nombre del grupo étnico.

Los datos a modelar corresponden al conteo diario de Fecha de diagnostico (COmMoO
nuamero diario de infectados), ya que para la variable de Fecha de inicio de sintomas
no tiene en cuenta los pacientes asintomaticos, y, por otra parte, no todos los
diagnosticados se conoce la fecha exacta de inicio de sintomas.

3.2.1. Analisis COVID-19 en Satander ’Ahora vamos a implementar el modelo
ARIMA usando la metodologia que previamente mencionamos con los datos de
COVID-19 en el departamento de Santander obtenidos de la pagina del Ministerio de
salud y proteccion social 2! desde marzo 3 del 2020 al 19 de abril del 2023, el nimero
reproductivo basico es mayor a 1 por lo que se deben tomar todos los datos para
determinar el periodo de tiempo bajo el cual se tienen picos para la enfermedad 24, nuestra
variable a considerar es la fecha de reporte de inicio de sintomas.

24 David Nifio-Torres et al. “Stochastic modeling, analysis, and simulation of the COVID-19 pandemic with
explicit behavioral changes in Bogota: A case study”. En: Infectious Disease Modelling 7.1 (2022),
pags. 199-211.

58



1500 2000 2500

MNumero de contagios
1000

500
|

mar. 03 jun. 06 =sep. 09 dic. 12 mar. 03 jun. 08 sep. 09 dic. 12 feb. 02 jun. 06 age. 028 dic. 12 feb. 02

Tiempo(Dias)

Figura 3.9: Grafica de los contagios

Dado que nuestros datos no son regulares, es decir, existen dias en los cuales no
hubo reporte de la cantidad de personas contagiadas, por tanto debemos recurrir a
una interpolacion spline para tener una serie de tiempo regular, el tomar este tipo de
interpolacién particular no es un capricho, ya que el algoritmo spline para interpolar datos
usa polinomios de grado inferior para aproximar los datos lo que nos garantiza una minima
perturbacion de la forma general de la serie de tiempo garantizando el minimo error
acumulado. Usando las librerias:

m [TSA]'?: Las funciones periodogram() para encontrar la frecuencia adecuada,
la funcion McLeod.Li() para realizar la prueba de MclLeod Li sobre la no
heterocedasticidad en los errores.

» [Forecast]?®: La funcion forecast () para realizar las predicciones.

25 Rob Hyndman y et al. forecast: Forecasting functions for time series and linear models. R package
version 8.21. 2023. URL: https://pkg.robjhyndman. com/forecast/.
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= [Stats]?®: Las funciones ts() para crear objetos del tipo serie de tiempo, acf ()
la grafica de la funcién de autocorrelacion, pacf() la grafica de la funcién de
autocorrelacion parcial, AIC() calcular el criterio de Akaike.

= [ImputeTS]?’: La funcidén na.interpolation() para hacer la interpolacion de los
datos faltantes usando el método de spline.

Ahora vamos a usar un periodograma para poder encontrar la frecuencia en la cual
podemos observar un comportamiento estacional en nuestra serie de tiempo usando
la metodologia explicada en 28, dependiendo de los picos que presente nuestro
periodograma y en que frecuencia se encuentra dicho pico, en la grafica se escogieron la

~ 181 en color azul y s, = ~ 71 en color morado.

fr nci = —
ecuencia de s; 0.0055 0011

26 R Core Team. R: A Language and Environment for Statistical Computing. ISBN 3-900051-07-0. R
Foundation for Statistical Computing. Vienna, Austria, 2013. URL: http://www.R-project.org/.

27 Steffen Moritz y Thomas Bartz-Beielstein. “imputeTS: Time Series Missing Value Imputation in R”. En:
The R Journal 9.1 (2017), pags. 207-218. DOI: 10.32614/RJ-2017-009. URL: https://doi.org/10.
32614/RJ-2017-009.

28 Gantiago De la Fuente. Series temporales, modelo ARIMA, metodologia de Box-Jenkins. Facultad de
Ciencias Econémicas y Empresariales, Departamento de Economia Aplicada, Universidad Autonoma
de Madrid. Enlace web: https://www.estadistica.net/ECONOMETRIA/SERIES-TEMPORALES/modelo-
arima.pdf. 2022.
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Figura 3.10: Periodograma

Podemos ver en la grafica del periodograma en los primeros periodos hay picos, sin
embargo su frecuencia es muy baja, por otra parte podemos ver que en la frecuencia
de sy ~ 71 tiene un pico relativamente pronunciado, por tanto vamos a considerar esa
nuestra frecuencia. Ahora teniendo nuestra frecuencia establecida podemos seguir con
su analisis.
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Figura 3.11: Grafica con periodo 71

Como podemos ver en la grafica 3.11 con periodo en 71 se realizo con el siguiente cédigo:

serie_inicio_2<-ts(serie_inicio,frequency = 71)

#Siendo serie_inicio nuestro datos de nimero de contagios

#GRAFICA DE LA SERIE DE TIEMPO CON FRECUENCIA DE 71
plot(serie_inicio_2,xaxt="n",main="Serie de tiempo con frecuencia 71",
col="darkblue",xlab="Tiempo cada 71 dias",ylab="Numero de contagios")
axis(side = 1,c(1,2,3,4,5,6,7,8,9,10,11,12,13,14,15,16,17))

consideramos los momentos mas importantes de serie de tiempo, los cuales serian sus
picos mas alto y los momentos donde hay un cambio muy grande de su varianza, ahora
siguiendo con nuestra metodologia queremos saber cuantas diferencias hacen falta para
lograr un comportamiento estacional, que en nuestro caso tiene un valor de d = 0.
Debemos también encontrar los coeficientes ¢ y p respectivamente usando las funciones
de autocorrelaciéon y autocorrelacién parcial viendo a partir de que valor se van haciendo
cero, que dependiendo la cantidad de puntos fuera de la linea punteada tomada como
valores cercanos a cero, dado que segun nuestra metodologia estamos considerando la
parsimonia es decir entre menos los ordenes de nuestro modelo.
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Figura 3.13: Gréfica funcion de autocorrelacién parcial
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Dichas graficas y el calculo de la diferencia d se realizaron con el siguiente cddigo:

nsdiffs(serie_inicio_p2)#
pacf (serie_inicio_p2,main="Funcién de autocorrelacién parcial")

acf(serie_inicio_p2,main="Funcién de autocorrelacién")

Como podemos ver en la primera grafica (3.12) tendriamos que nuestro orden para
la parte de media moviles seria muy elevado, siguiendo con lo mencionado antes de
realizar las graficas vamos a tomar este orden como ¢ = 5, por otra parte para la segunda
grafica (3.13) podemos ver que también tendriamos un orden elevado, sin embargo
los valores con mayor relevancia son 5, por tanto tomaremos el orden para la parte de
autorregresiva p = 5. Ademas el nimero de diferencias es decir su orden de la parte
integral para nuestra parte estacionaria es de d = 0.

Ahora ya tenemos nuestros coeficientes para la parte regular de nuestro modelo,
miremos ahora los coeficientes para la parte estacional, para encontrar dichos
coeficientes usaremos el criterio de Akaike (1.27), vamos a encontrar los coeficientes
P, D, @ de nuestro modelo ARIMA(5,0,5) x (P, D, Q), dado que el costo computacional
de crear cada modelo y encontrar su correspondiente criterio de Akaike, evaluaremos
P,Q=0,1,2,3y D=0,1,2.

Tenemos entonces los siguientes tres modelos con mejor criterio de Akaike para cada
iteracion.
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Figura 3.14: Grafica del tercer modelo con mejor criterio

Podemos ver que de este primero modelo (3.14) el cual es que el tiene menor criterio de
Akaike para ser especifico de AIC = 13203,59, podemos ver que en nuestra prediccion
con este modelo tiene un comportamiento creciente. También resaltar que hacemos la
proyeccion para 2 ciclos de 71 dias, es decir aproximadamente 5 meses. De la misma
forma dado que la banda de confianza sugiere una posibilidad de numero de contagios
negativo, pero nos enfocaremos en la parte del numero de contagios positivos, veamos
el siguiente modelo.
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Figura 3.15: Grafica del segundo modelo con mejor criterio

Como podemos ver en la grafica (3.15) ya no presenta un crecimiento tan pronunciado
como el modelo anterior, por otra parte podemos apreciar que el componente para la
parte estacional de la media mévil M A(q) sigue siendo ¢ = 0 al igual que el modelo
anterior, en este modelo ya se puede apreciar con comportamiento estacional , cuenta
con un valor en su criterio de Akaike de AIC = 12527,77, podriamos considerar este
modelo lo suficientemente acertado considerando como antecedente el modelo anterior,
tiene una mejor de 675,82 en su criterio de Akaike, veamos ahora que tanto mejora el
siguiente modelo frente al segundo.
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Figura 3.16: Grafica del mejor modelo con mejor criterio

Podemos observar en la grafica 3.16 que a simple vista no se nota una diferencia notoria
frente al modelo anterior y también lo podemos confirmar comparando su criterio de
Akaike, que para este modelo es de AIC = 12111,31, y tiene una mejor frente al modelo
anterior de solo 416,46, tenemos entonces que nuestro mejor modelo es,

ARIMA(5,0,5) x (2,2,0)7. (3.2)

Analicemos ahora el comportamiento de los errores de nuestro modelo, para ello vamos
a usar el test de 2° del paquete [TSA]'°, que nos dice si existe un comportamiento
condicional heterocedastico o no en nuestro modelo, para una confianza del 95 % tenemos
la siguiente grafica, también vamos a analizar la grafica de los residuales en el tiempo

29 Allan | McLeod y William K Li. “Diagnostic checking ARMA time series models using squared-residual
autocorrelations”. En: Journal of time series analysis 4.4 (1983), pags. 269-273.
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Figura 3.17: Grafica McLeod-Li
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Figura 3.18: Grafica Residuales

Podemos ver que en la grafica (3.17) los retardos quedan por debajo de un nivel de
confianza del a = 0,05, por tanto rechazamos la hipétesis de heterocedasticidad, es
decir, la varianza de los errores es constante a lo largo del tiempo, miremos ahora la
grafica de los residuales con una confianza del 95 %

A pesar de que inferencialmente a través del test de Mc-Leod Li se encuentra
homocedasticidad, de acuerdo con la grafic (3.18) si hay heterocedasticidad.

3.3. Modelo GARCH

Ahora para nuestro analisis usaremos la siguiente [rugarch]*®® con las funciones
ugarchspec() que crea un objeto de tipo serie de tiempo GARCH, ugarchfit() que
es para ajustar la varianza de un modelo , ugarchforecast () para la prediccion.

30 Tobias Kley Alexios Galanos. Rmetrics - Autoregressive Conditional Heteroskedastic Modelling. 2022.
URL: https://cran.r-project.org/web/packages/rugarch/index.html.
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Orden(p,q) | sGARCH 2 | eGRCH
(0,0) 6390,251 | —6390,251
(1,0) —6486,153 x
(1,1) ~5100,143 | —5046,584
(0,1) —6389,533 | —6390,254
(2,0) —5373,551 x
(2,1) —5100,995 | —5049,691
(2,2) —5102,868 | —5049,39
(0,2) —6390,175 | —6390,251
(1,2) —5100,139 | —5071,986
(3,0) ~5315,018 X
(3,1) 5080,519 | —5040,341
(3,2) —5085,493 | —5040,252
(3,3) —5085,494 | —5049,839
(0,3) —6390,244 | —6390,251
(1,3) —5070,932 | —5038,222
(2,3) —5097,443 | —5129,918
(4,0) —5140,045 x
(4,1) —5065,214 | —5038,851
(4,2) —5065,217 | —5136,077
(4,3) —5065,207 | —5034,243
(4, 4) 5065,205 | —5046,752
(0, 4) —6368,752 X
(1,4) —5100,139 | —5049,417
(2,4) —5007,443 | —5027,317
(3,4) —5080,518 | —5036,351
(5,0) ~5094,101 X
(5,1) —5065,215 | —5033,922
(5,2) —5069,06 —5050,046
(5,3) —5064,807 | —5023,303
(5,4) —5064,806 | —5046,069
(5,5) _5064,808 | —5051,955
0,5) —6389,809 X

Tabla 3.1: Criterios de Akaike
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Ahora ya tenemos los coeficientes para la parte estacionaria que encontramos de la
parte ARIM A (3.2) que recordando los coeficientes fueron p =5y ¢ = 5, para encontrar
los coeficientes de nuestro modelo GARC H, miraremos que modelo maximiza la funcién
de maxima verosimilitud, realizaremos la iteracion del modelo para 2 tres tipos distintos
de modelo; sGARCH o el modelo GARCH estandar y eGARCH o el modelo GARCH
exponencial, en donde vamos a variar los ordenes correspondientes p,q = 0,...,5 y
analizaremos cual de cada uno de ellos consigue maximizar la funcién de maxima
verosimilitud.

En nuestro caso tenemos que en la tabla (3.1) existen algunos problemas de
convergencia, podemos ver que el modelo sGARCH(1,0) es el que mas maximiza
la funcion de maxima verosimilitud, para nuestro caso tenemos que la grafica de la
prediccion para el Sigma es la siguiente,

Banda de confianza SIGMA

eI )i' |, . i W’AM' It 'w(“l":':

500
I

H" [ '|i i

_ “I{ l!{”wl ]

300 400

sigma

200
I

100
I

0
I

0 10 20 30 40 50

Index

Figura 3.19: Gréfica banda Sigma

Podemos ver en la grafica (3.19) para una prediccion de 50 dias el comportamiento del
Sigma, se pueden ver de color rojo el primer y ultimo cuantil respectivamente, observar
gue el comportamiento del sigma para cada uno de los dias no es constante, cada uno
de los dias varia, esto nos dice que la volatilidad para cada dia es distinta y varia para
cada dia. Miremos ahora la prediccion para el valor de la serie en esos 50 dias.
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Figura 3.20: Gréfica prediccion

Se puede que los valores de la serie tiene picos bastantes pronunciados donde su
varianza es distinta para cada momento, contrastando con la prediccién para los valores
de nuestro modelo (3.2), no obstante podemos ver que al final de la prediccidn se puede
apreciar que los valores van reduciendo poco a poco.
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4. Conclusiones

Segun los objetivos establecidos en este estudio y después de examinar los hallazgos
obtenidos, se exponen las siguientes conclusiones:

En nuestro analisis pudimos ver la prediccion del nimero de casos de covid-19 en
Santander a través del modelo ARIM A en la figura (3.16). Se encontré que el nimero
de casos positivos no aumento significativamente, por lo cual, no representa el virus un
problema para la salud publica. Respecto al modelo GARCH observado en la figura
(3.19), se predice que la variabilidad de los casos de un dia respecto a otro tendra ciertos
picos, pero no se considera que la variabilidad del numero de casos sea significativa de
un dia a otro.

Por otra parte existen limitaciones técnicas respecto a una modelizacion con series de
tiempo, sobre todo en la fase de estimacion, asi mismo otras variantes de los modelos
ARIMA y GARCH, como por ejemplo ARFIMA Modelo Autorregresivo de Media
Movil Fraccionalmente Integrado usando la misma libreria Forecast, I[GARCH Modelo
GARCH Integrado que se encontra en la libreria rugarch, de igual forma contrastar las
predicciones con modelos de ecuaciones diferenciales o usando inteligencia artificial.

Las librerias usadas fueron: TSA que fue la utilizada de la creacion de las series de tiempo
ARIMA, su limitacion radica en la compatibilidad de los objetos que crea al combinarla
con otras librerias, por ejemplo la libreria Forecast, donde se debe tener especial cuidado
a la de generar la prediccion, y la libreria stats que contiene estadisticos de prueba ;
rugarch utilizada para la creacidon de los modelos GARCH, su principal limitacion fue el
calcul6 de los estadisticos de prueba que en muchas ocasiones presentaba multiples
errores de convergencia al calcular el criterio de Akaike.

La metodologia manejada corresponde a primero realizar el periodograma para encontrar
el periodo adecuado, despues identificar el orden de integracién d y los ordenes p, ¢ de
la parte estacionarios, y por ultimo usando el criterio de Akaike los ordenes de la parte
estacionales P, (), D para el modelo de mejor ajuste, la cual es adecuada al usar datos
simulados.
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Codigo

https://github.com/CrasCris/Proyecto/blob/master/ProyectoFinal.R
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A. Conceptos basicos de probabilidad

Para complementar la base teoria de los modelos se utilizan las siguientes definiciones.

Definicion A.0.1. Sea Q # (). Una coleccion & de subconjuntos de 2 es una o-algebra
sobre (2, siy solo si

e

(il) A € S entonces A€ € &

(iii) Si Ay, Ay, ... € Sentonces | J-, A, € &

Los elementos de & se llaman eventos. La dupla (€2,3) se conoce como espacio
medible.

Es importante establecer una o — dlgebra adecuada sobre la cual se pueda definir una
variable aleatoria sobre el conjunto de los numeros reales. Por lo tanto, se define la
o — algebra de Borel.

Definicion A.0.2. Sean Q # () y € una coleccidn de subconjuntos de 2. Sea

M = {S: S es una o — dlgebra sobre Q tal que € C I}

La o-algebra Ngc S se conoce como la o-algebra generada por ¢ y es denotada por
o(€).

Definicion A.0.3. La o — algebra sobre R generada por todos los intervalos de la forma
(—o0,a], con a € R, se conoce como la o-algebra de Borel y se denota por B(R).

Ahora daremos la definicion de espacio de probabilidad. Esto nos ayudara a definir la
medida de probabilidad.

2

Definicion A.0.4. Sean (1,
(i) P(A) > 0 paratodo A €
(i) P(2) =1

) un espacio medible y P : Q — R una funcién tal que

&2
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(iii) Si Ay, As, ... € S son eventos mutuamente excluyentes, es decir, A; N A; # () para todo
i # j entonces

P (D AZ) - f P(A;) (A.1)

se llama medida de probabilidad sobre (£2,3). La tripla (€2,3,P) se llama espacio de
probabilidad.

Como un proceso estocastico es un conjunto de variables aleatorias, necesitamos definir
variable aleatoria.

Definicion A.0.5. Sean (Q, 3, P) un espacio de probabilidad y (2, I) un espacio medible.
Sea X la funcion tal que

Gt

X:(Q,9,P) = (02,9)

w— X(w)

w
()
o

ice que X es una & — S-variable aleatoria si para todo A € $ se cumple que

,3)=(R, B(R)) entonces X se conoce como una variable aleatoria real sobre

Daremos la definicién de distribucion de probabilidad de una variable aleatoria, para
establecer luego la definicion de valor esperado. Con este ultimo concepto, se define la
funcion de media de un proceso estocastico.

Definicion A.0.6. Sea X : Q — Q una & — S-variable aleatoria con (Q, ¥, P) un espacio
de probabilidad y (€2, ) un espacio medible. Por notacién se escribe

XeB:={weQ: X(w) e B}

con B € Q.
La funcién Py definida sobre la o-algebra S por medio de

Px(B):=P({X € B})=P(X € B) (A.2)
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es una medida de probabilidad sobre (2, <) llamada la distribucion de la variable
aleatoria X.

La funcion de distribucion caracteriza la distribucion de una variable aleatoria, por la cual,
se hace la definicion.

Definicion A.0.7. Sean (Q2, S, P) un espacio de probabilidad y X : © — R una variable
aleatoria real. La funcién de distribucion de X, denotada por F'x, se define como

Fx(z) := Px((—o0,z]) = P(X < x) (A.3)

Dado que no solamente analizaremos una sola variable aleatoria se hace natural definir
una forma de estudiar la distribucion de probabilidad simultaneamente para varias
variables aleatorias. Por tanto, se define a continuacioén la funcién de densidad conjunta.

Definicion A.0.8. Sea X una variable aleatoria real definida sobre un espacio de
probabilidad (€2, &, P). X es absolutamente continua, si y solo, si, existe una funcion real
no negativa e integrable fx tal que

Fx(z) = /I fx(w)du, Vr eR,

la funcidon fx se llama la funcién de densidad de probabilidad de la variable aleatoria X.
Si la variable aleatoria X es absolutamente continua, entonces para todo B € B(R) se
tiene que P(X € B) = [, fx(u)du.

Definicion A.0.9. Sean X,,..., X, variables aleatorias reales definidas todas sobre
el espacio de probabilidad (2,3, P). Se dice que las variables son conjuntamente
continuas si existe una funcion f definida parta todo (zy,...,x,) € R™, no negativa e
integrable tal que

P((Xl,...,Xn)EB):/B.../Bf(xl,...,mn)dxl...dxn

para todo B € B(R"). La funcién f se denomina la funcion de densidad de probabilidad
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conjunta.

La distribucién normal es importante para nosotros ya que las innovaciones o ruido
blanco siguen una distribucion normal, por eso se hace necesario definirla .

Definicion A.0.10. Se dice que una variable aleatoria X tiene distribucién normal de
parametros . y o2, donde i € Ry o > 0 si su funcion de densidad de probabilidad esta

dada por
fx(x) = L exp [—l <ZB — HJ) ] s reR (A.4)

oV 2T 2 o

Definicion A.0.11. Sean (2, S, P) un espacio de probabilidad y X : Q — R una variable
aleatoria real con funcién de distribucion Fx. Si F'x es una funcion escalonada entonces
X es una variable aleatoria de tipo discreto, si F'x es continua se dice que X es de tipo
continua y si F'x se expresa como una combinacion lineal de una funcién escalonada y
una funcion entonces se dice que es una variable aleatoria mixta.

Ahora procederemos a definir algunos términos importantes. En primer lugar, la
esperanza se refiere al valor promedio de una variable aleatoria. Por otro lado, la
varianza es una medida que indica qué tan dispersa esta una variable aleatoria de su
valor esperado o media. La covarianza determina si hay relacion entre dos variables
aleatorias, el coeficiente de correlacion se utiliza para evaluar que tan relacionadas dos
variables aleatorias de manera lineal. Finalmente, dado vamos de definir la covarianza
necesitamos definir la probabilidad condicional.

Definicion A.0.12. Sean (2, S, P) un espacio de probabilidad, A y B elementos de S tal
que P(A) > 0, entonces se define la probabilidad del evento B bajo la condicion A

como
P(ANB)

P(A)
Un evento B es independiente de un evento A si la ocurrencia del evento A "no
afecta la ocurrencia del evento B”, esto podria interpretarse como P(B|A) = P(B). El

P(B|A) :=
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inconveniente de A y de B de esta manera esta en que sélo es valida cuando P(B) > 0.
Por otro parte, si B es independiente de A entonces

P(AN B) = P(B|A)P(A) = P(B)P(A),

razon por la cual se define la independencia de dos eventos y de una familia de eventos
como sigue:

Definicion A.0.13. Sea (92,3, P) un espacio de probabilidad con A, B € . Se dice que
Ay B son independientes, si y solo si,P(A N B) = P(A)P(B). Una familia de eventos
{4; i € I} se dice que es independiente, si y sélo si,

P (ﬂ Aj> = H P(4;), para todo subconjunto finito J # () de I.

i€J i€J
Definicion A.0.14. Sea X una variable aleatoria real definida sobre el espacio de
probabilidad (2, 3, P).
(i) Si X es una variable aleatoria discreta con valores zy,z,,..., se dice que tiene

esperanza si.
%|zi| P(X = z;) < +00, caso en cual la esperanza E(X) se define como

+oo
E(X) =) P(X =) (A.5)
=1
(i) SiE(X?) y E(X) existen se define la varianza como

V(X) = E(X - E(X)]*) = E(X?) — [E(X))* (A.6)

(iii) Sean X y Y variables aleatorias sobre (92, 3, P) tales que E(X?) < +ocoy E(Y?) < +oc.
Se define la covarianza de X y Y como

Cov(X,Y) =E([X —E(X)][Y — E(Y)]) = E(XY) — E(X)E(Y) (A7)

(iv) Sean X y Y variables aleatorias sobre (2, F, P) tales que E(X?) < +ocoy E(Y?) < +oc.
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Se define el coeficiente de correlacion de X y Y como

Cov(X,Y)
V(X)yV(Y)

pX.Y) = (A.8)
La funcién indicadora nos ayudara para posteriormente definir la esperanza condicional,
ya que nos permite calcular la media esperada de una variable aleatoria en funcién de la
informacion disponible.

Definicion A.0.15. Sean (2,3, P) un espacio de probabilidad y B € . Se define la
funcion indicadora de B, para todo w € €2, como

1 stw e B
lp(w) =

0 en otro caso

Definicion A.0.16. Sean X una variable aleatoria real sobre el espacio de probabilidad
(€2, 3, P),

Si B e con P(B) >0y E(X1p(w)) < +oo, se define la esperanza condicional de X
dado B como

E(X|B) := (A.9)

Definicion A.0.17. Si & es una sub-c-algebra de S se define la esperanza condicional
de X, dada & como una variable aleatoria &-medible, (es decir E(X |14 < +o0),VA € &)
denotada por E(X |®), tal que

E([X — E(X|®)]1lg) =0, para todo G € & (A.10)

donde E(X|®) corresponde a la esperanza condicional.
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B. Conceptos de epidemiologia

Definicion B.0.1. Virus. Un virus es un microorganismo infeccioso que consta de un
segmento de acido nucleico (ADN o ARN)rodeado por una cubierta protica.Un virus no
puede replicarse solo; por el contrario, debe infectar a las células y usar componentes de
la célula huésped para fabricar copias de si mismo.

Definicion B.0.2. Pandemia. Una epidemia se produce cuando una enfermedad
contagiosa se propaga rapidamente en una poblacion determinada, afectando
simultaneamente a un gran numero de personas durante un periodo de tiempo
concreto.

Definicion B.0.3. Incidencia. Niumero de casos nuevos de una enfermedad que se
diagnostican.

Definicion B.0.4. Sintoma. Problema fisico o mental que presenta una persona, el cual
puede indicar una enfermedad o afeccidén. Los sintomas no se pueden observar y no
se manifiestan en examenes médicos. Algunos ejemplos de sintomas son el dolor de
cabeza, el cansancio crdnico, las nauseas y el dolor.

Definicion B.0.5. Enfermedad. La OMS define enfermedad como .Alteracion o
desviacion del estado fisiologico en una o varias partes del cuerpo, por causas en
general conocidas, manifestada por sintomas y signos caracteristicos, cuya evolucién es
mas 0 menos previsible.

Definicion B.0.6. Enfermedad infecciosa. Las enfermedades infecciosas son trastornos
causados por organismos, como bacterias, virus, hongos o parasitos. Muchos organismos
viven dentro y fuera de nuestros cuerpos. Normalmente son inofensivos o incluso utiles.
Pero bajo ciertas condiciones, algunos organismos pueden causar enfermedades.
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Definicion B.0.7. Numero reproductivo basico. El nimero reproductivo basico de una
pandemia, también conocido como RO, es una medida epidemioldgica que representa
el promedio de nuevos casos que un individuo infectado generaria en una poblacion

susceptible
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